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Samenvatting 

Dit rapport bespreekt de opzet en resultaten van de ontwikkeling van AI-technieken voor 

grondwaterverkenningen binnen het TKI-project "DEL 159 AI-kennis voor 

grondwaterverkenningen". Grondwaterbeheerders en belanghebbenden hebben behoefte 

aan snelle verkenningstools om diverse uitdagingen zoals klimaatverandering, 

stikstofproblematiek, verdroging, verzilting en verstedelijking aan te pakken. Traditionele 3D-

grondwatermodellen zijn beperkt door lange rekentijden en grote datasets. 

Doelstelling  
Het project streeft ernaar AI-versies van bestaande 3D MODFLOW-grondwatermodellen te 

ontwikkelen en te testen. Deze AI-modellen zullen weliswaar een benadering van de 

bestaande MODFLOW-modellen zijn, maar kunnen resultaten veel sneller berekenen (tot 

1000 keer sneller) en blijven consistent met het onderliggende grondwatermodel, wat zorgt 

voor draagvlak bij belanghebbenden. 

Bepaling toepassingsscope  
De scope werd bepaald door tweemaandelijkse scopingsessies met alle projectpartners, met 

specifieke testcasussen voor Vitens, Waterschap Vechtstromen, Waterschap Zuiderzeeland 

en HDSR. De specifieke behoeften van de partner werden daarbij benoemd, variërend van 

snelle scans voor nieuwe grondwaterwinlocaties tot het verbeteren van de waterdoorvoer en 

het verminderen van droogte-effecten. 

Techniekontwikkeling voor hypothetische modellen  
Verschillende AI-technieken werden eerst voor kleine hypothetische testcasussen 

onderzocht, waaronder Convolutional Neural Networks (CNN's), Encoder-Decoder 

Netwerken, Pix2Pix GAN's, DeepONets en Fourier Neural Operators (FNO's). FNO's en 

DeepONets werden geïdentificeerd als de meest veelbelovende technieken voor 

surrogaatmodellering van MODFLOW input-output relaties. 

Techniekontwikkeling met behulp van real -world casussen  
De AI-techniekontwikkeling werd vervolgens voortgezet voor meer complexe modellen door 

middel van het uitvoeren van testen voor (vereenvoudigde versies van) van real-world 

casussen van Vitens, Waterschap Vechtstromen, Waterschap Zuiderzeeland en HDSR. Elke 

casus omvatte het genereren van trainingsdatasets, het voorbewerken van gegevens en het 

trainen van neurale netwerken met technieken zoals AFNO (Adaptive Fourier Neural 

Operator). De resultaten variëren per casus: 

Evaluatie van de Vitens -casus  
Deze casus richtte zich op het onderzoeken van de bruikbaarheid van een AI-versie 

van een grondwatermodel voor de zoektocht naar nieuwe drinkwater winlocaties. Het 

Vitens-AI-model werd getraind op 9000 realisaties en toonde redelijke voorspellingen 

in gebieden met hoge doorlatendheid, echter, bevatte grote fouten in gebieden met 

lage doorlatendheid of complexe geologie. 

Analyse van de Vechtstromen -casus  
Het doel van de Vechtstromen casus was na te gaan in hoeverre een AI-model in 

staat is om het effect van aanpassingen in waterlopen en buisdrainage op de GxG;s 

in de nabijheid van beken na te bootsen. Het AI-model voor Waterschap 

Vechtstromen presteert goed voor de voorspelling van de GxGôs, waarbij het wat 
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beter gaat voor de GVG (gemiddelde voorjaarsgrondwaterstanden) dan voor de GLG 

(gemiddelde laagste grondwaterstanden). 

Analyse van de Zuiderzeeland -casus  
Het doel van deze casus was om te testen in hoeverre een AI-model het effect van 

peilaanpassingen tijdens het groeiseizoen op de grondwaterstand en de 

verdampingsreductie in de Flevopolder na kan bootsen. Het AI-model voor 

Waterschap Zuiderzeeland richtte zich op de impact van peilaanpassingen op 

grondwaterstanden en verdampingsreductie voor een aantal tijdstippen in het 

zomerseizoen. Het model toont goede nauwkeurigheid bij het voorspellen van 

fluctuaties in grondwaterstanden. 

Analyse van de HDSR -casus  
Het AI-model voor HDSR was gericht op het voorspellen van grondwaterstanden 

voor anticiperend grondwaterbeheer in relatie tot beregening uit grondwater. Het 

model toont hoge precisie in het voorspellen van korte termijn veranderingen in 

grondwaterstanden. 

Geleerde lessen  
Neurale operators zoals AFNO en DeepONets presteerden beter dan traditionele deep 

learning-architecturen. Voor het genereren van trainingsdata en het trainen van neurale 

netwerken was aanzienlijke rekenkracht nodig, waarbij gebruik werd gemaakt van de 

Nederlandse supercomputer Snellius voor grootschalige experimenten. In sommige gevallen 

kon het trainen van het AI-model ook via Google Colab worden uitgevoerd. De getrainde AI-

modellen kunnen op desktopcomputers worden uitgevoerd. 

Conclusies en aanbevelingen  

Binnen dit TKI-project is een proof-of-concept ontwikkeld voor AI-gebaseerde versies van 

bestaande MODFLOW-modellen, toegepast op vier geohydrologisch uiteenlopende regionale 

cases. Om de techniek breder toepasbaar te maken, is verdere ontwikkeling nodig op 

meerdere fronten. Dit betreft onder andere de opschaling naar nationaal niveau (bijvoorbeeld 

het LHM), het modelleren van volledig continue tijdreeksen, het combineren van zowel kleine 

als grote hydrologische effecten binnen één modelarchitectuur, en de praktische 

inzetbaarheid van getrainde AI-modellen in de dagelijkse werkpraktijk van waterbeheerders. 

Daarnaast is het essentieel om in het snel evoluerende SciML-landschap voortdurend nieuwe 

technieken en best practices te blijven volgen en evalueren. 
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1 Inleiding 

Dit rapport doet verslag van uitgevoerde techniekontwikkeling binnen het TKI-project óDEL 

159 AI-kennis voor grondwaterverkenningenô. 

1.1 Motivatie 

Grondwaterbeheerders en bijbehorende stakeholders hebben steeds meer behoefte aan het 

kunnen uitvoeren van snelle verkenningen ten behoeve van diverse transitieopgaven 

(klimaatverandering, stikstofdossier, verdroging, verzilting, verstedelijking, etc.). Ook 

waterleidingmaatschappijen willen snelle scans kunnen doen voor o.a. het vinden van extra 

grondwaterwinningslocaties als reactie op de toenemende drinkwatervraag. Op Rijksniveau 

wordt de roep steeds sterker om mogelijke oplossingsrichtingen in relatie tot complexe 

beleidsopgaves al in een verkennende fase snel in beeld te brengen. 

Voor verkennende scenarioanalyses hebben bestaande 3D-grondwatermodellen (b.v. 

regionale modellen of het Landelijk Hydrologisch Model) veel draagvlak. Echter, de inzet van 

dergelijke modellen voor verkenningen is helaas zeer beperkt vanwege lange rekentijden, 

grote datasets en de benodigde tijd voor het verwerken en analyseren van de 

modeluitkomsten. 

1.2 Doel 

In dit TKI Deltatechnologie project is getracht nieuwe technieken te ontwikkelen en te testen 

om van bestaande 3D-MODFLOW-grondwatermodellen een Artificiële Intelligentie-versie (AI-

versie) te maken. De uitkomsten van deze AI-versie zullen de uitkomsten van een 3D-

MODFLOW-grondwatermodel benaderen, maar het AI-model rekent ï eenmaal   getraind - 

veel sneller (orde van grootte tot 1000 keer zo snel). De AI-versie is consistent met het 

onderliggende grondwatermodel, waardoor het draagvlak bij stakeholders voor de uitkomsten 

van analyses uitgevoerd met een AI-versie maximaal behouden kan blijven. 

1.3 Projectpartners 

In dit TKI-project participeerden de volgende partners (onderstaande lijst is in alfabetische 

volgorde): 

¶ HKV Lijn in Water B.V., Lelystad. 

¶ HydroLogic B.V., Amersfoort. 

¶ Rijkswaterstaat Water, Verkeer en Leefomgeving, Utrecht. 

¶ Stichting Deltares, Delft. 

¶ Stichting Toegepast Onderzoek Waterbeheer, Amersfoort. 

¶ Vitens N.V., Zwolle. 

¶ Waterschap Hoogheemraadschap de Stichtse Rijnlanden, Houten. 

¶ Waterschap Noorderzijlvest, Groningen. 

¶ Waterschap Zuiderzeeland, Lelystad. 

¶ Waterschapshuis waterschap Vechtstromen, Almelo. 

¶ Witteveen+Bos Raadgevende ingenieurs B.V., Deventer. 

1.4 PPS-innovatie programmasubsidie 

Deze activiteit is mede gefinancierd uit de publiek-private samenwerkingsprogramma (PPS) 

innovatie programmasubsidie van het ministerie van Economische Zaken en Klimaat. 
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1.5 Dankwoord 

Wij willen de Nederlandse Organisatie voor Wetenschappelijk Onderzoek (NWO) bedanken 

voor de gedeeltelijke financiering van dit project via de SURF Compute Calls 2024 & 2025. 

Het verschafte toegang tot de rekenkracht op de nationale rekendienst van SURF, de 

nationale supercomputer Snellius te gebruiken voor datasetgeneratie, gegevens-

voorbewerking en ML-training. 

 

Dit project maakte gebruik van de Nederlandse nationale e-infrastructuur met ondersteuning 

van de SURF-coöperatie via subsidie nr. EINF-8427. 

 

Dit project maakte gebruik van de Nederlandse nationale e-infrastructuur met ondersteuning 

van de SURF-coöperatie via subsidie nr. EINF-12892. 
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2 Bepaling toepassingsscope 

2.1 Tweemaandelijkse scopingsessies 

De toepassingsscope van de te ontwikkelen technieken is gezamenlijk afgebakend door te 

identificeren en te detailleren welke vragen met toekomstige AI-versies van een bestaande 

MODFLOW-modellen beantwoordt moeten kunnen gaan worden, en in de benodigde 

bijbehorende techniekontwikkeling een prioritering in aan te brengen. Dit is vormgegeven 

middels voorbereidende bilaterale interviews die vervolgens in de plenaire tweemaandelijkse 

projectgroepoverleggen zijn gepresenteerd, aangescherpt en zijn vastgesteld. 

 

In de tweemaandelijkse projectgroepoverleggen zijn steeds de tussentijdse technische 

vorderingen gepresenteerd en is in overleg met de projectgroep de scope aan de hand 

daarvan aangescherpt en/of bijgesteld en middels schriftelijke verslagen van de 

tweemaandelijkse projectgroepoverleggen vastgelegd. 

 

Voor een aantal projectpartners is de gewenste toepassingsscope nader uitgewerkt, deze 

worden in de volgende paragraaf beschreven. 

 

Ten behoeve van de techniekontwikkeling is per scope eerst een aantal eenvoudige 

hypothetische testcases opgesteld en getracht hiervoor de beste AI-techniek voor te vinden, 

zie hoofdstuk 3. Daarna is de complexiteit van de techniekontwikkeling stap-voor-stap 

opgevoerd en getest aan de hand van bijpassende real-world testmodellen, zie hiervoor 

hoofdstuk 4. 

2.2 Gewenste toepassingsscope per projectpartner 

Hieronder wordt van een aantal projectpartners hun specifieke gewenste toepassingsscope 

beschreven. 

2.2.1 Vitens  

Drinkwatermaatschappij Vitens heeft de volgende toepassingsscope voor ogen: 

¶ Het kunnen uitvoeren van óquick scansô als onderdeel van het zoeken naar potentiële 

nieuwe locaties van grondwateronttrekkingen t.b.v. de productie van drinkwater. 

¶ Het kwantificeren van het effect van de onzekerheid van modelparameters op 

modeluitkomsten van drinkwaterscenariostudies (b.v. de combinatie van 

klimaatveranderingen en extremen met het effect van onzekerheden van de 

heterogeniteit van de ondergrond). 

¶ Onzekerheidsanalyses bij het vaststellen van de relatie tussen windiepte en het 

effect aan maaiveld voor grote heterogene gebieden. 

Hiervoor zijn in de AI-versie van het grondwatermodel de volgende variabelen relevant: 

¶ Invoervariabelen: onttrekkingen, kD- en c-waarden, grondwateraanvulling. 

I.r.t. effectiviteit wateraanvoerplan: oppervlaktewaterpeilen, infiltratiefactoren, 

bodemhoogten. 

¶ Uitvoervariabelen: grondwaterstanden, stijghoogten, stroombanen als post-

processing.  

Voor Vitens ligt de focus op stationair grondwatermodellen t.b.v. wandelende winningen, 

onzekerheidsanalyse en gevoeligheidsanalyses. In paragraaf 4.1 wordt een beschrijving 

gegeven van het bijbehorende testmodel. Het kunnen aanpassen van de 

verbreidingsgrenzen van scheidende lagen is out-of-scope. 
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2.2.2 Waterschap Vechts tromen  

Het Waterschap Vechtstromen streeft naar het verbeteren van de watervoerendheid en het 

verminderen van droogvallen van beken door middel van gerichte maatregelen op 

stroomgebieds- en lokaal niveau. Een AI-tool zou de effectiviteit van verschillende 

maatregelen in beeld moeten kunnen brengen. Effect op watervoerendheid betekent met 

name het verkorten van de duur van het droogvallen, een maat hiervoor is om de effecten uit 

te drukken in veranderingen van GxGôs in een ruime omgeving van de waterloop. Hiervoor 

zijn in een AI-versie van het grondwatermodel de volgende variabelen relevant: 

¶ Invoervariabelen: 

Å Drains en waterlopen: diepteligging, peilen, weerstanden. Locatie en omvang 

onttrekking (winning/beregening) 

Å Neerslag en verdamping (klimaatveranderingen) 

¶ Uitvoervariabelen: GxGôs (effecten) 

Voor het Waterschap Vechtstromen ligt de focus daarmee op niet-stationaire modellen. In 

paragraaf 4.3.1 wordt een beschrijving gegeven van het bijbehorende testmodel. 

2.2.3 Waterschap Zuiderzeeland  

Het Waterschap Zuiderzeeland wil een prototype van de AI-tool inzetten om in operationele 

situaties snel de effecten van bijvoorbeeld peilopzet of andere droogtemaatregelen te kunnen 

bepalen. Daarnaast wil het waterschap de AI-tool gebruiken in beleidsstudies om 

maatregelen in specifieke gebieden te verkennen zonder het onderliggende MODFLOW-

model telkens volledig door te hoeven rekenen. Het waterschap maakt daarbij onderscheid 

twee situaties: 

1. Droogtemaatregelen in een operationele situatie: 

¶ Doel: Snel reageren op droogte door het peil tijdelijk te verhogen om directe 

effecten te bereiken. 

¶ Uitvoering: Het waterschap verhoogt het peil tijdens droge periodes, vooral in de 

zomer, om de watervoorziening te verbeteren. Dit gebeurt vaak ad-hoc en is 

bedoeld om acute droogteproblemen te verlichten. 

¶ Effecten: Hoewel deze maatregelen vaak gewaardeerd worden, is het effect op 

de grondwaterstanden niet altijd duidelijk zichtbaar. Het waterschap wil weten 

wat het effect is van verschillende peilverhogingen op de omgeving, inclusief de 

impact op naburige gebieden. 

2. Systematische verhoging van het peil: 

¶ Doel: Structureel aanpassen van het peilbeheer om langdurige 

droogteproblemen te voorkomen en de watervoerendheid van de waterlopen te 

verbeteren. 

¶ Uitvoering: Sinds 2018 verhoogt het waterschap het peil systematisch met 10-20 

cm bij droogte, in plaats van het hele jaar één peil te hanteren. Dit is een meer 

geplande en langdurige aanpak. 

¶ Effecten: De vraag is of deze verhoging overal moet plaatsvinden of dat er meer 

dan 20 cm peilverhoging nodig is op verschillende locaties. Het waterschap 

onderzoekt welke tijdsperiode het meest effectief is en houdt rekening met 

diverse ondergrondsituaties. Dit omvat ook het vasthouden van water in de 

winter door agrariërs, wat extra risico's met zich meebrengt. 

Voor het waterschap zijn daarom in een AI-versie van het grondwatermodel de volgende 

variabelen relevant: 

¶ Invoervariabelen: oppervlaktewaterpeilen. Beregening heeft voorlopig geen prioriteit 

¶ Uitvoervariabelen: GLG, GVG, GHG, en eventueel verdampingsreductie. 

Voor het Waterschap Zuiderzeeland ligt de focus daarmee op niet-stationaire modellen. In 

paragraaf 4.4.1 wordt een beschrijving gegeven van het bijbehorende testmodel. 
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2.2.4 HDSR 

Het Hoogheemraadschap De Stichtse Rijnlanden wil een AI-versie van het bestaande 

grondwatermodel voor de Utrechtse Heuvelrug in het kader van ñAnticiperend 

Grondwaterbeheer Utrechtse Heuvelrugò kunnen gaan construeren, waarmee Monte 

Carlo(achtige) analyses kunnen worden uitgevoerd, gericht op het dagelijks/wekelijks kunnen 

bijstellen van grondwateronttrekkingsmaxima (beregeningsverboden), aan de hand van de 

reeds opgetreden grondwateraanvulling en onttrokken hoeveelheid grondwater en de 

bandbreedte van de real time Monte Carlo voorspellingen. 

Voor het waterschap zijn daarom in een AI-versie van het grondwatermodel de volgende 

variabelen relevant: 

¶ Invoervariabelen: meteo, beregening. 

¶ Uitvoervariabelen: absolute grondwaterstanden, op een aantal verschillende 

tijdstippen in het zomerseizoen (b.v. na een week, na twee weken, na een maand, 

etc.). 

In paragraaf 4.5.1 wordt een beschrijving gegeven van het bijbehorende testmodel. 

2.2.5 Rijkswaterstaat  

Tijdens het project is een extra testcasus vanuit Rijkswaterstaat-perspectief geformuleerd, 

echter, in de loop van het project bleek dat uitvoering van deze testcasus budgetair toch niet 

geprioriteerd kon worden. Desalniettemin achten we het waardevol de kenmerken van deze 

casus in dit rapport op te nemen.. 

Doelstelling : 

¶ Effecten van maatregelen / scenarioôs m.b.t. het functioneren van het riviersysteem: 

o Effecten van rivierbedverhoging. aan te leveren input: 1) dimensies 

(hoekpunten) en 2) de relatie waterstand-bodemligging (IRM). 

¶ Effecten van maatregelen / scenarioôs m.b.t. waterbeheer: 

o Stuwpeil verhogen 

o Dynamisch / natuurlijkere peilfluctuatie: natuur (natte natuur) 

Opmerking: rivierwaterstanden dienen gegenereerd te worden met een hydraulisch model. 

Gewenste uitvoervariabelen:  

Å GxGôs (GLG en GHG) 

Å Wens: afvoerverandering Maas, Tungelroysebeek en Groote Molenbeek, echter, het 

MODFLOW-model geeft geen afvoeren. Alternatief: gesommeerde grondwaterflux-

veranderingen. 

Å Wens: veranderingen in waterstanden: uitzakken peil en relatie met invoer (is er 

genoeg water is om het peil te behouden?). Helaas is dit óout-of-scopeô, want wordt 

niet door een MODFLOW-MetaSWAP model uitgerekend. 

Rekentij dstaplengte : 1 dag. 

Gebied : het hele gestuwde deel van de Maas, dus tot stuw Lith in Noord-Brabant/Gelderland 

(zie Figuur 2.1). als het kleiner moet: 1) van Roermond tot Grave of 2) tot Roermond. 

 

 

Figuur 2.1: Overzicht van de stuwen in de Maas. 
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3 Techniekontwikkeling voor hypothetische 
modellen 

3.1 Surrogaatmodellering van grondwaterstroming met AI 

In dit hoofdstuk verkennen we verschillende deep learning-technieken voor gesuperviseerde 

surrogaatmodellering van MODFLOW-invoer-uitvoerrelaties, met als doel het voorspellen van 

ruimtelijke stijghoogtebeelden voor verschillende beginvoorwaarden. Deze taak kan worden 

opgevat als een beeld-naar-beeld (matrix-naar-matrix) vertaling, waarbij de invoer bestaat uit 

ruimtelijke representaties van bijvoorbeeld doorlatendheid, oppervlaktewaterpeilen en/of 

netto grondwateraanvulling, en de uitvoer een stijghoogtepatroon is zoals gegenereerd door 

MODFLOW-simulaties. Binnen dit gesuperviseerde leerframework streven we naar de 

ontwikkeling van efficiënte neurale netwerkarchitecturen die in staat zijn de complexe, fysisch 

onderbouwde relaties van grondwaterstroming te leren en zo nauwkeurig mogelijk te 

reproduceren. 

3.2 Hypothetische testmodellen 

Om de verschillende AI technieken op een gestructureerde en gecontroleerde wijze te 

onderzoeken, is in eerste instantie gebruik gemaakt van hypothetische testmodellen en sterk 

vereenvoudigde versies van bestaande modellen. De hypothetische modellen betreffen 

verschillende kleine en eenvoudige MODFLOW modellen, waarbij de randvoorwaarden en 

modelparameters zelf gekozen zijn. 

 

In essentie zijn de volgende drie typen modellen gegenereerd: 

1. Een 1-laags model van 256x128 cellen (25x25 m resolutie) met een regelmatig 

waterlopenpatroon, drainage en een kD-veld; 

2. Als variant op bovenstaande een 1-laags model van 256x128 (25 m resolutie) met 

een meer ongestructureerd waterlopenpatroon, drainage en een kD-veld; 

3. Een 64x64x8 model met meer complexiteit in ondergrond en topsysteem. Dit model 

is een vereenvoudigde en opgeschaalde versie van het LHM model van de Vitens 

casus (zie ook hoofdstuk 4). 

 

Figuur 3.1 toont hypothetisch model type 1 met een regelmatig waterlopenpatroon. De 

waterlopen (linker afbeelding) hebben ruimtelijk variërende peilen. De buisdrainage 

(middelste afbeelding) is random toegekend in vlakken van 8x8 cellen. 

Hypothetisch model type 2 is weergegeven in Figuur 3.2. Het (enige) verschil met type 1 is 

het waterlopenpatroon (linker afbeelding). 

Zowel model type 1 als type 2 zijn stationair en tijdsafhankelijk toegepast. Voor een 

tijdsafhankelijke berekening zijn voor de grondwateraanvulling daggegevens van KNMI-

station De Bilt gebruikt. De doorlatendheid van de ondergrond is gesimuleerd met een 

órandom field generatorô. 

Model type 3 is niet volledig hypothetisch, maar een sterk vereenvoudigde versie van een 

bestaand model. Dit is gedaan om te garanderen dat het model voor met name de 

ondergrond realistische verbreidingen en parameterwaarden bevat. Model type 3 is 

toegepast voor de toepassing van een wandelende winning (Vitens casus). 
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Figuur 3.1: Illustratie van hypothetisch model type 1. 

 

Figuur 3.2: Illustratie van hypothetisch model type 2. 

 

Bij het genereren van de training data zijn voor model type 1 en 2 de volgende parameters 

gevarieerd: 

¶ Waterlooppeil; 

¶ K-waarde; 

¶ Grondwateraanvulling (neerslag, verdamping). 

Met de modellen zijn verschillende training datasets gegenereerd voor de volgende 

uitvoerparameters: 

¶ Stationaire grondwaterstand; 

¶ GXG; 

¶ Tijdsafhankelijke grondwaterstand (snapshots). 

 

Zoals hierboven beschreven is model type 3 toegepast voor de wandelende winning. Hierbij 

zijn in eerste instantie modellaag, rij en kolom van de wandelende winning als ook het 

onttrekkingsdebiet gevarieerd. In een volgende stap zijn ook de ondergrondparameters en 

grondwateraanvulling gevarieerd (met een vermenigvuldigingsfactor per modellaag). Voor de 

training datasets is de verlaging van de grondwaterstand in modellaag 1 ten gevolge van de 

onttrekking (ódrawdownô) als uitvoerparameter gebruikt. 

3.3 Verkenning van deep learning-modellen 

Er bestaat een breed scala aan deep learning-architecturen; specifiek voor grondwater is 

binnen dit project naar een geschikte architectuur gezocht, deze zoektocht is beschreven in 

de volgende paragrafen. 

3.3.1 Convolutional Neural e Network en (CNNôs) 

CNNôs worden veel gebruikt voor de analyse van ruimtelijke data en hebben hun waarde 

bewezen bij taken zoals beeldsegmentatie en classificatie. In onze eerste benadering 

gebruikten we een CNN-gebaseerde encoder die ruimtelijke kenmerken uit de invoercondities 

extraheert en deze direct vertaalt naar de bijbehorende stijghoogteverdeling. Het CNN-model 

bleek echter beperkt in het vastleggen van lange termijn afhankelijkheden, wat leidde tot 

suboptimale prestaties, vooral voor heterogene watervoerende pakketten. 

waterlopen buisdrainage k-waarde
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Figuur 3.3 bevat een illustratie van een Unet architectuur. 

 

 

Figuur 3.3: Een voorbeeld van een UNET architectuur. 

3.3.2 Encoder -Decoder Network en 

Om het CNN-framework te verbeteren, introduceerden we een encoder-decoder architectuur 

waarbij de invoercondities worden gecomprimeerd tot een latente representatie en vervolgens 

gereconstrueerd tot een stijghoogteveld. Varianten zoals U-Net en ResNet-gebaseerde auto-

encoders werden getest. Hoewel deze architecturen beter in staat waren om fijne details vast 

te leggen, hadden ze moeite met generalisatie over uiteenlopende hydrogeologische 

omstandigheden vanwege hun afhankelijkheid van lokale ruimtelijke convoluties. 

3.3.3 Pix2Pix Generative Adversarial Networks (PixGAN)  

Gezien de gestructureerde aard van onze data experimenteerden we met het Pix2Pix GAN-

framework, dat een conditionele ómappingô leert tussen gekoppelde beelden via ótegengesteldeô 

training: de generator vertaalt invoercondities naar stijghoogtevelden, terwijl een discriminator 

de plausibiliteit van de gegenereerde verdelingen beoordeelt. Hoewel PixGAN de scherpte van 

voorspelde stijghoogtevelden verbeterde, genereerde het soms onrealistische patronen. 

3.3.4 DeepONets voor ópoint -to-spatial  mappingô 

DeepONets (Deep Operator Networks) zijn ontworpen voor het leren van ófunctie-naar-functie 

mappingsô en bleken bijzonder effectief voor punt-naar-beeld taken, zoals het voorspellen van 

het effect van een onttrekkingsdebiet op de ruimtelijk gedistribueerde grondwaterstanden. De 

architectuur bestaat uit een branch-netwerk dat invoerfuncties verwerkt en een trunk-netwerk 

dat ruimtelijke kenmerken leert, waardoor het model goed kan generaliseren voor verschillende 

hydrogeologische omstandigheden. DeepONets toonden superieure nauwkeurigheid en 

robuustheid ten opzichte van traditionele CNN-gebaseerde modellen, vooral ten aanzien van 

de invloed van heterogene aquifer-eigenschappen op stijghoogtepatronen. 
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Figuur 3.4: Twee voorbeelden van DeeONet testresultaten voor een wandelend pompstation. 

Figuur 3.4 toont twee voorbeelden van DeepONet-testresultaten voor een wandelend 

pompstation. De linker kolom toont de veranderingen in de MODFLOW-stijghoogtes als 

gevolg van een onttrekkingsput (rij 19, kolom 32, laag 8), de tweede kolom toont de 

voorspelling van het neurale netwerk. De derde en laatste kolommen tonen respectievelijk 

het verschil tussen beide, ruimtelijk en als histogram. DeepONet benadert het algemene 

patroon goed, maakt het iets vloeiender, maar weet tegelijkertijd de effecten van 

discontinuïteiten in de ondergrond goed te vatten. 

3.3.5 Fourier Neural Operators (FNO ôs) voor óimage-to-image mappingô 

Voor rechtstreekse óimage-to-imageô-vertalingen bleken Fourier Neural Operators (FNOôs) en 

de adaptieve variant daarvan (AFNOôs) erg effectief. In tegenstelling tot conventionele CNNôs 

die informatie verwerken door vooral lokaal patronen te herkennen in kleine stukjes van het 

gebied, opereren FNOôs in het frequentiedomein, waarin ze globale patronen en lange-

afstandsrelaties beter herkennen en efficiënter vastleggen. De Adaptieve Fourier Neural 

Operator (AFNO) versterkt deze aanpak door dynamisch relevante frequentiecomponenten 

te selecteren, wat leidt tot betere generalisatie over verschillende hydrogeologische condities. 

AFNOôs presteerden aanzienlijk beter dan standaard deep learning-modellen op het gebied 

van nauwkeurigheid, stabiliteit en rekenefficiëntie. Bovendien bleken AFNOôs tijdreeksen 

efficiënt in barcode-representatie te kunnen representeren. 

 

Figuur 3.5 toont een hypothetische testcase die past in het kader van de doelen van de 

Waterschap Zuiderzeeland real-world casus. Het modelgrid bestaat uit 256x256 cellen. Bij 

elke simulatie worden rivierpeilen aangepast in willekeurig kleinere of grotere delen van het 

gebied. Binnen het geselecteerde gebied wordt het rivierpeil uniform gewijzigd, gevolgd door 

een tijdsafhankelijke simulatie om het effect op gemiddelde grondwaterstanden (GxGôs) te 

kunnen simuleren. 

 

DeepONet en FNO werden vergeleken voor het scenario waarin de peilen in de river 

package werden aangepast. Het ógladmakendeô gedrag van DeepONet leidt tot aanzienlijke 

verschillen met MODFLOW (bovenste rij), terwijl FNO veel beter presteert (onderste rij). 



 19  TKI DEL159 AI-kennis voor grondwaterverkenningen 

15 september 2025 

3.3.6 Selecti e AI-technieken voor doorontwikkeling aan de hand van de real -world casussen  

Vanwege de snel evoluerende aard van het AI-vakgebied en de noodzaak om binnen het 

TKI-project concrete resultaten en bruikbare tools op te leveren, was het belangrijk om de 

projectscope te beperken tot de meest veelbelovende technieken. Hoewel CNNôs en GANôs 

veelbelovende resultaten lieten zien, bleken ze onvoldoende in staat om efficiënt te 

generaliseren over verschillende domeinen, vanwege hun afhankelijkheid van lokale 

convoluties. Om deze beperkingen te overwinnen, hebben we gekozen voor neurale 

operatoren, die ómappingsô leren tussen functie-ruimten in plaats van eindig-dimensionale 

kenmerk-ruimten. Specifiek identificeerden we twee optimale architecturen: DeepONet en 

Fourier Neural Operators (FNO). Deze neurale operatoren presteerden goed in onze 

vereenvoudigde casestudies, maar de adaptieve variant van de FNO (AFNO) leverde de 

beste prestaties op in alle casestudies. Daarom is deze methode toegepast in de analyse van 

de real-world casussen, die in het volgende hoofdstuk worden besproken. 

3.4 Overige relevante aandachtspunten 

3.4.1 Octrooikwesties  

Tijdens de uitvoering van het project werd duidelijk dat sommige van de geteste technieken, 

evenals de bijbehorende code, onder octrooi vallen. Helaas is hierover nog veel onduidelijk, 

daarom werd besloten dat het in het belang van het project en het consortium ð waarvan 

veel partijen deze technieken commercieel willen toepassen ð verstandig zou zijn om 

potentiële juridische complicaties te vermijden. 

Na enig onderzoek bleek dat de SciML-bibliotheek Modulus, aangeboden door Nvidia, en de 

ósymbolic extensionô daarvan (modulus-sym), een geschikt alternatief boden zonder 

dergelijke beperkingen. Bovendien biedt deze bibliotheek aanvullende voordelen. 

3.4.2 Gebruik van Nvidia Modulus  (-Sym) 

Het gebruik van de Modulus (-Sym) bibliotheken van Nvidia biedt het project de mogelijkheid 

om datasets te genereren die vervolgens op een relatief eenvoudige manier kunnen worden 

ingevoerd in de eerder geïdentificeerde algoritmes. Daarbij is het bovendien mogelijk om 

dezelfde dataset, met minimale aanpassingen, te hergebruiken in verschillende andere 

bibliotheken (ólibrariesô). Juist deze flexibiliteit stelde het projectteam in staat om snel vast te 

 

Figuur 3.5: Stijghoogtepatronen berekend met MODFLOW (linker kolom), DeepONet (bovenste rij, tweede 
kolom) en FNO (onderste rij, tweede kolom) van de hypothetische testcasus opgezet voor de 
doelen van de real-world casus van het Waterschap Zuiderzeeland. 
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stellen dat de AFNO-variant van neurale operatoren betere prestaties leverde, zowel wat 

betreft de convergentie tijdens training met beperkte data als de nauwkeurigheid van de 

resultaten. 

 

Het is echter belangrijk op te merken dat het gebruik van Nvidia Modulus \ Sym vereist dat de 

gebruiker beschikt over een grafische kaart (GPU) van Nvidia (wat overigens zeer gangbaar 

is) en dat het systeem draait op Linux\Unix\WSL (onder Windows). 

3.4.3 Invoerformaten en barcode -encodering  

Zoals eerder aangegeven, verwachten de onderzochte technieken doorgaans dat invoerdata 

in matrixvorm worden aangeboden. Echter, in dit project moest naast ruimtelijke data in 

matrixvorm ook puntdata (zoals scalars) en tijdreeksen worden verwerkt. Om de AFNO-

techniek te kunnen toepassen, moesten daarom invoergegevens die niet in matrixvorm 

beschikbaar waren ð zoals tijdreeksen en vermenigvuldigingsfactoren ð worden omgezet 

naar een matrixformaat. Hiervoor zijn deze gegevens gecodeerd als zogenaamde ñbarcodesò. 

 

Figuur 3.6 toont een eenvoudig voorbeeld van deze conversie: de waarde van elk element in 

een tijdreeks wordt geprojecteerd op de overeenkomstige kolom van het modelgrid en 

vervolgens gekopieerd naar alle rijen, wat resulteert in een gestreepte barcode. In dit voorbeeld 

is de x-dimensie van het modelgrid gelijk aan de lengte van de tijdreeks (10), wat tevens de 

langste dimensie van het grid/barcode is. 

 

Wanneer de lengte van de tijdreeks niet overeenkomt met één van de dimensies van het 

modelgrid, wordt de tijdreeks geïnterpoleerd. Dit kan leiden tot enig informatieverlies, 

bijvoorbeeld wanneer pieken in de data niet samenvallen met de interpolatiepunten, of 

wanneer de langste dimensie van de barcode korter is dan de tijdreeks zelf. 
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Tijdseries data: [0,2,7,4,1,9,8,0,7,3]  

 

Modelgrid dimensi es: 10 kolommen, 7 rijen . 

 

Bar-code representati e: 

 
         ti jd  -> 

Figuur 3.6: Voorbeeld van een conversie van een tijdreeks dat 10 waarden bevat naar een matrix 
bestaande uit 10 kolommen en 7 rijen. 

De tijdreeks wordt zodanig geïnterpoleerd in de tijd, dat het aantal samples overeenkomt met 

de langste as van de barcode. De waarden worden vervolgens geëxtrudeerd over de kortste 

griddimensie, wat resulteert in een gestreepte barcode. Figuur 3.7 toont een voorbeeld van 

een barcode die een lange tijdreeks representeert. 

 

 

Figuur 3.7: Een voorbeeld van een continue barcode 
gegeneerd vanuit tijdseriedata. 

 

Voor puntdata (scalars), zoals vermenigvuldigingsfactoren die worden toegepast op a-priori 

modelwaarden (bijvoorbeeld doorlatendheid), werden de gegevens gegroepeerd in lokale 

clusters. Deze lijsten met punten werden vervolgens op vergelijkbare wijze omgezet naar 

discrete barcodes, maar zonder interpolatie (zie Figuur 3.8). Deze barcodes werden geschaald 

naar waarden tussen 0 en 1. 
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Figuur 3.8: An illustration of a barcode representing 
discrete data points (scalars).  

 

Door deze niet-matrixvormige gegevens te encoderen naar een 2D-formaat, kon de AFNO-

architectuur binnen de Nvidia Modulus-bibliotheek zowel scalars als tijdreeksen verwerken, in 

combinatie met de ruimtelijke data die kenmerkend zijn voor de casestudies en voor 

geohydrologische toepassingen in het algemeen. 
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4 Techniekontwikkeling m.b.v. real-world casussen 

4.1 Complexere testmodellen 

Op basis van de eenvoudige hypothetische testmodellen zijn DeepONet en FNO als meest 

belovende technieken geïdentificeerd voor het nabootsen van door MODFLOW berekende 

ruimtelijke grondwaterstanden. De techniekontwikkeling is vervolgens gecontinueerd voor 

meer complexe en realistische modellen, zowel qua modeleigenschappen (meer modellagen, 

grotere dimensies, complexere geohydrologie) alsook waarbinnen meer inputvariabelen 

gewijzigd kunnen gaan worden. Voor elke toepassingsscope is daarvoor een bijbehorend 

testmodel opgesteld en voor AI getraind en getest. De uitgevoerde testen en resultaten 

daarvan worden in de volgende paragrafen beschreven. 

4.2 Vitens casus 

4.2.1 Beschrijving casus  

Bij de zoektocht naar nieuwe drinkwater winlocaties maakt Vitens onder andere gebruik van 

(stationaire) modelberekeningen. In deze berekeningen worden voor een veelheid aan 

potentiële winlocaties het effect berekend van een dergelijke winning op de freatische 

grondwaterstand. Omdat het veelal om een groot aantal potentiële locaties en dus 

modelberekeningen gaat, is er in deze casus onderzocht in hoeverre een AI-versie van het 

grondwatemodel bruikbaar is voor een dergelijke studie. 

 

Voor dit AI-model wilde Vitens naast het variëren van winlocaties ook de onzekerheid in het 

ondergrondmodel meenemen. Dit is vertaald naar een vermenigvuldigingsfactor voor de 

transmissiviteit (kD) van de watervoerende modellagen en een vermenigvuldigingsfactor voor 

de weerstand (c) van de scheidende lagen. 

 

Tenslotte was het ook gewenst om de grondwateraanvulling te kunnen variëren om zo ook het 

effect van klimaatverandering op de berekende ontrekkingsverlagingen mee te kunnen nemen. 

Ook dit is vertaald naar een vermenigvuldigingsfactor voor de grondwateraanvulling. 

 

Figuur 4.1 toont de begrenzing van het casusgebied. Het gebied is 46 x 46 km2 groot en omvat 

een deel van de Utrechtse Heuvelrug en de Veluwe. De noordelijke grens ligt halverwege de 

Flevopolder. De linkeronderhoek heeft coördinaten (137500, 450000), de rechterbovenhoek 

(183500, 496000). Het gebied kenmerkt zich door een grote verscheidenheid in de ondergrond 

met enerzijds de stuwwallen met een complexe geologie en gestuwde afzettingen en 

anderzijds de kleiige polders van Flevoland. 
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Figuur 4.1: Begrenzing Vitens casus. 

4.2.2 Genereren training  dataset  

Voor het genereren van de training dataset is gebruik gemaakt van het Landelijk Hydrologisch 

Model (LHM) versie 4.3. Dit model heeft een resolutie van 250 m. Voor het berekenen van de 

verlagingseffecten volstond een stationair MODFLOW model. 

Voor ieder sample van de training dataset is voor de winningslocatie random een modelcel 

gekozen binnen de begrenzing zoals weergegeven in Figuur 4.1. Om het effect van de 

modelranden op de verlagingsbeelden te reduceren is voor de MODFLOW 

modelberekeningen een buffer om het model toegepast van 15 km. 

 

Voor ieder sample zijn de volgende 7 variabelen random (uniforme verdeling) gevarieerd: 

 

¶ Rijnummer / y-coördinaat van de winning; 

¶ Kolomnummer / x-coördinaat van de winning; 

¶ Modellaag (2 t/m 8); 

¶ Onttrekkingsdebiet tussen de 2 en 20 Mm3/jaar; 

¶ Vermenigvuldigingsfactor voor kD per modellaag tussen 0.2 en 5; 

¶ Vermenigvuldigingsfactor voor c per scheidende laag tussen 0.2 en 5; 

¶ Vermenigvuldigingsfactor voor grondwateraanvulling tussen 0.5 en 2. 

 

Om het verlagingseffect van een winning te berekenen is voor ieder sample een tweetal 

berekeningen uitgevoerd: 1 met winning en 1 zonder winning. Het verschil tussen de 

berekende grondwaterstanden (modellaag 1) is het verlagingseffect ten gevolge van de 

winning. 

 

Het genereren van de 10000 samples aan trainingsdata betrof 2 x 10000 stationaire 

MODFLOW sommen. Twee keer omdat een berekening met en zonder onttrekking uitgevoerd 

moest worden. Dit kostte circa 50 uur met 8 CPUôs, waarbij 8 berekeningen werden verdeeld 

over de 8 CPUôs. 
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4.2.3 NN-training  

4.2.3.1 Pre-processing van de MODFLOW in- en uitvoerdata 

Zoals eerder besproken, zijn in de analyse de onderstaande parameters gebruikt, waarbij ze 

zijn ingedeeld in categorieën die passen bij het type gegevens. 

 

Rest  (puntdata gerelateerd aan onttrekkingen of recharge) 

¶ recharge 

¶ well_row 

¶ well_col 

¶ well_layer 

¶ pumping_rate 

 

C ï Horizontale doorlatendheid factor (scalaire data) 

¶ C_l1 

¶ C_l2 

¶ C_l3 

¶ C_l4 

¶ C_l5 

¶ C_l6 

¶ C_l7 

 

Kd ï (Horizontale doorlatendheid x dikte) f actor (scalaire data) 

¶ Kd_l1 

¶ Kd_l2 

¶ Kd_l3 

¶ Kd_l4 

¶ Kd_l5 

¶ Kd_l6 

¶ Kd_l7 

¶ Kd_l8 

 

Deze gegevens zijn vervolgens omgezet in drie afzonderlijke barcodes (zie Figuur 4.2) en 

gebruikt voor het trainen van het AFNO-model. Het is belangrijk om op te merken dat de 

waarden voor aanvulling (recharge), onttrekkingsdebiet (pumping rate) en alle C- en Kd-

factoren zijn geschaald met behulp van een log10-transformatie. Dit geldt ook voor de 

ógroundtruthô-data in de uiteindelijke analyse. 
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Figuur 4.2: Voorbeeld van input data voor de Vitens case study. 

4.2.3.2 Training van het neurale netwerk 

Zowel de pre-processing van de data als het trainen van het model werd uitgevoerd met 

behulp van Google Colab Pro+, op een machine uitgerust met een Nvidia A100 GPU. Het 

trainingsproces bestond uit 112.000 stappen (overeenkomend met 12,5 epochs), met een 

train-testverdeling van 9000 tegenover 1000 samples, en werd afgerond in 2,5 uur. Het 

model bereikte echter al aanzienlijk eerder convergentie, zoals te zien is in Figuur 4.3. 

 
Figuur 4.3: Training óLoss Progressionô voor de Vitens casus; de dikke lijn is een ógladgestrekenô (moving 

average) versie van de dunne blauwe lijn. 

De óTraining Loss Progressionô in Figuur 4.3  toont hoe de doelfunctiewaarde van het neurale 

netwerk verloopt tijdens het trainingsproces. Deze doelfunctiewaarde is een maat voor hoe 

goed de voorspellingen van het model overeenkomen met de werkelijke (MODFLOW-)data 
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ð hoe lager de waarde, hoe beter de overeenkomst. Het monitoren van deze 

doelfunctiewaarde geeft inzicht in het leerproces van het model, helpt bij het opsporen van 

problemen zoals overfitting of underfitting, en ondersteunt bij het bepalen van het juiste 

moment om de training te stoppen. 

4.2.4 Resultaten  

Het Vitens-model is getraind op 9000 realisaties. Gezien het grote aantal invoervariabelen 

(20) is dit een zeer beperkte hoeveelheid trainingsdata. Desalniettemin geeft het AI-model 

redelijk nauwkeurige voorspellingen in gebieden met hoge transmissiviteit (Utrechtse 

Heuvelrug en Veluwe). In gebieden met grote ruimtelijke variabiliteit in aquitards of lage 

transmissiviteit worden de fouten groter. Wat hierbij meespeelt is dat vanwege schaling 

verlagingen van meer dan 10 meter zijn afgekapt. Dit was nodig vanwege schaalissues in de 

trainings dataset. Achteraf lijkt het afkappen negatieve bijeffecten te hebben vanwege het 

genereren van discontinuïteiten in de gradiënt van de verlagingen. 

 

Op basis van de analyse van de trainingsresultaten kunnen de volgende conclusies worden 

getrokken: 

1. De grootste fouten zijn gevonden in Flevoland en de Gelderse Vallei. 

2. De fout (verschil tussen MODFLOW en AI-model) op de Utrechtse Heuvelrug en 

Veluwe is ongeveer 10-20% van de verlagingen berekend met MODFLOW met 

enkele grotere relatieve fouten nabij de put. 

3. Een meer ruimtelijk variërende geologie (vooral aquitards) resulteert over het 

algemeen in grotere fouten. 

4. Fouten nemen af bij diepere putlocaties. 

5. Schaling van de trainingsdataset verdient aanvullend onderzoek, omdat het afkappen 

van verlagingen tot ongewenste discontinuïteiten heeft geleid. 

 

In de huidige trainingsdataset zijn alle putlocaties willekeurig geselecteerd. Als er meer 

trainingsdata wordt toegevoegd, is het wellicht het beste om te focussen op gebieden waar 

momenteel de grootste fouten worden gevonden. Tegelijkertijd kunnen putten in aquifers met 

lage transmissiviteit buiten het doelbereik van Vitens vallen en uit de dataset worden 

weggelaten. Dit kan het getrainde model verbeteren, maar beperkt ook de toepasbaarheid 

van het model in beperkte mate. 

4.3 Vechtstromen casus 

4.3.1 Beschrijving casus  

De Vechtstromen casus is gericht op het simuleren van het effect van aanpassingen in 

waterlopen en buisdrainage op de watervoerendheid van beken. Hiertoe heeft Waterschap 

Vechtstromen een testcasusgebied aangeleverd zoals weergegeven in Figuur 4.4. Het 

gebied heeft een omvang van 18 x 14 km2 en ligt in de zuidoosthoek van het waterschap in 

het gebied ten oosten van Almelo en ten noorden van Hengelo. De linkeronderhoek heeft 

coördinaten (246000, 480000), de rechterbovenhoek (264000, 494000). Het gebied heeft 

veelal een zandige gebied met hier en daar ondiepe kleilagen. In het noorden tegen de 

Duitse grens bevindt zich de stuwwal van Ootmarsum en in het zuidoosten de stuwwal van 

Oldenzaal. 

Aangezien het uitgangspunt was om gebruik te maken van bestaande MODFLOW- of 

MODFLOW/MetaSWAP modellen, is het niet mogelijk om expliciet de watervoerendheid van 

beken vast te stellen. In MODFLOW zijn waterlopen immers vaste randvoorwaarden. Daarom 

is ervoor gekozen om het effect van aanpassingen in waterlopen en/of buisdrainage op de 

Gemiddeld Laagste Grondwaterstand (GLG) en Gemiddelde Voorjaars Grondwaterstand 

(GVG) vast te stellen. 
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Figuur 4.4: Begrenzing Vechtstromen casus. 

4.3.2 Genereren training dataset  

De training dataset is gegenereerd op basis van MIPWA v4.1.2. Dit betreft een MODFLOW-

MetaSWAP model met een resolutie van 25 m. Om rekentijden te beperken is de rekenperiode 

beperkt tot 2008-2015, waarbij de eerste 2 jaren zijn gebruikt als opwarmperiode. De 

rekentijdstap is 1 dag. 

 

De berekeningen zijn uitgevoerd op de Snellius omgeving van Surf. Dit betreft een Linux 

omgeving. Een Linux-versie van MODFLOW6 was al beschikbaar; een Linux-versie van 

MetaSWAP is gedurende het project beschikbaar gekomen. Het MIPWA model 

(iMOD/MODFLOW2005) is daarom voor het casusgebied omgezet naar een MODFLOW6 

model. Hiermee is de training dataset aangemaakt. 

 

De training dataset bevat effecten op GLG en GVG als uitvoervariabelen. Het effect is berekend 

als het verschil tussen een berekening met aanpassingen in waterlopen/drainage en de 

referentieberekening. Om eventuele invloeden van de modelranden op berekeningen te 

minimaliseren is in het model een buffer rondom van 5 km toegepast. De uiteindelijke training 

dataset is opgeleverd met een buffer van 2 in plaats van 5 km, om het aantal pixels en daarmee 

de trainingsinspanning te reduceren. 

 

Voor ieder sample zijn de volgende 8 variabelen random (uniforme verdeling) gevarieerd: 

 

¶ Peil in de leggerwaterlopen tussen 0.05 en 0.6 m; 

¶ Bodemhoogte van leggerwaterlopen tussen 0.05 en 0.6 m; 

¶ Conductance van leggerwaterlopen tussen factor 0.1 en 10; 

¶ Peil in de top10-waterlopen tussen 0.05 en 0.6 m; 

¶ Bodemhoogte van top10-waterlopen tussen 0.05 en 0.6 m; 

¶ Conductance van top10-waterlopen tussen factor 0.1 en 10; 

¶ Niveau van buisdrainage tussen 0.05 en 0.6 m; 

¶ Weerstand buisdrainage tussen factor 0.1 en 10. 
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Omdat het op voorhand niet bekend is waar in het gebied en op welke schaal het waterschap 

aanpassingen wil doorvoeren, zijn random vlekkenkaarten (spatial random fields) gegenereerd 

die aangeven waar een variabelen worden aangepast. Hiervoor is gebruik gemaakt van de 

python package gstools. Per sample wordt een random spreidingslengte gebruikt om deze 

vlekkenkaart te genereren. Hoe groter de spreidingslengte, des te groter de vlekken en dus de 

gebieden waar een maatregel wordt toegepast. 

 

Nadat voor een sample de vlekkenkaart (wel/geen aanpassing) is gegenereerd, wordt voor de 

gebieden waar wel een aanpassing wordt opgelegd de sterkte van de aanpassing random 

bepaald (uniforme verdeling tussen de opgegeven grenswaarden). Dus daar waar een 

aanpassing wordt doorgevoerd wordt voor het gehele gebied dezelfde aanpassing 

doorgevoerd. 

 

Deze methodiek resulteert per sample in 8 aanpassingsgrids; voor elke variabele 1 grid. 

Vervolgens wordt random geselecteerd welke maatregelen wel en welke niet actief zijn. Het 

waterschap zal namelijk niet altijd alle 8 maatregelen tegelijk willen doorrekenen, maar wellicht 

ook bijvoorbeeld alleen een peilverhoging. Alleen de actieve maatregelen worden voor 

betreffend sample meegenomen. 

 

Bij het aanpassen van peilen en bodemhoogtes in MODFLOW is ervoor gezorgd dat deze 

consistent blijven. Dit wil zeggen dat bij een verhoging van de bodemhoogte het peil nooit 

onder bodemhoogte komt en dat waterlopen die niet kunnen infiltreren ook na een 

peilverhoging niet infiltreren. 

4.3.3 NN-training  

4.3.3.1 Pre-processing van de MODFLOW in- en uitvoerdata 

In de Vechtstromen real-world casus werd een model ontwikkeld om grondwaterstanden te 

voorspellen waarbij acht invoervariabelen ruimtelijk gevarieerd kunnen worden. De 

invoervariabelen zijn: 

 

1. Buisdrainage conductance (log10-getransformeerd) 

2. Buisdrainage peil 

3. Legger bodemhoogte 

4. Legger conductance (log10-getransformeerd) 

5. Legger waterpeil  

6. Top10_lijn bodemhoogte 

7. Top10_lijn conductance (log10-getransformeerd) 

8. Top10_lijn waterpeil 

 

De uitvoer van het model bestaat uit twee indicatoren voor de grondwaterstand: de Gemiddeld 

Laagste Grondwaterstand (GLG) en de Gemiddelde Voorjaarsgrondwaterstand (GVG). Voor 

elk van deze indicatoren werd een afzonderlijk AFNO-model getraind. 

 

Het AFNO-model vereist tweedimensionale gegevens als invoer, dit past bij de hierboven 

genoemde typen invoervariabelen. 

 

De AFNO-architectuur bestaat uit meerdere lagen die elk een reeks transformaties uitvoeren 

op de ruimtelijke invoergegevens. De invoer wordt opgedeeld in niet-overlappende vlakken van 

16x16 pixels, waardoor het netwerk lokale kenmerken efficiënt kan verwerken en de 

rekenbelasting wordt verminderd. De architectuur bevat vier lagen, elk met acht AFNO-

blokken. Elk blok verwerkt de invoerkenmerken met een combinatie van Fouriertransformaties 
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en aangeleerde ógatingô-mechanismen, waarmee belangrijke frequentiecomponenten selectief 

worden benadrukt. 

4.3.3.2 Training van het neurale netwerk 

De training van AFNO gebeurt met een combinatie van een optimizer, een óloss functionô en 

een leerschema om een efficiënte convergentie te waarborgen. De Adam-optimizer wordt 

gebruikt om de modelparameters bij te werken via een zogenaamde ógradient descentô. De 

óloss functionô is gebaseerd op een som van afwijkingen tussen voorspelde en werkelijke 

waarden. Een TensorFlow-gebaseerde exponentiële afname van het leerpercentage wordt 

toegepast, met een afnamefactor van 0,95 en stappen van 500. De batchgrootte tijdens training 

was 32 en het maximale aantal trainingsstappen was ingesteld op 10.000. 

 

Het model werd getraind op de Snellius-supercomputer, waarbij gebruik werd gemaakt van 

10 nodes met elk 4 GPUôs. De training duurde ongeveer 12 uur. De convergentie van 

trainingsproces verliep zoals weergegeven in Figuur 4.5. 

 

 

Figuur 4.5: Training óLoss Progressionô voor de Vechtstromen-casus; de dikke lijn is een ógladgestrekenô (moving 

average) versie van de dunne blauwe lijn. 

4.3.4 Resultaten  

De resultaten van de Vechtstromen-casus tonen de kracht van het AFNO-model aan in het 

vastleggen van complexe ruimtelijke relaties binnen geohydrologische systemen. Het model 

behaalde een gemiddelde absolute fout (MAE) van 7,2 mm voor de GVG en 17,2 mm voor 

de GLG. De lagere foutmarge bij de voorspelling van GVG suggereert dat hoge 

grondwaterstanden stabielere en beter voorspelbare patronen vertonen. Daarentegen wijst 

de hogere fout bij GLG op een grotere variabiliteit in de laagste grondwaterstanden. De 

ruimtelijke fout komt in de GVG-situatie voornamelijk voor in de directe omgeving van de 

impuls, terwijl deze in de GLG-situatie met name tussen de percelen optreedt. Daarnaast 

treden de grootste fouten in beide situaties op bij buisdrainage op de stuwallen en in 

gebieden met een dicht netwerk van watergangen. Desondanks blijft de relatieve fout, ten 

opzichte van de invoerwaarden, beperkt, wat aantoont dat het AI-model waardevolle 

inzichten kan bieden en dat hij de onderliggende MODFLOW-resultaten met een behoorlijke 

nauwkeurigheid kan nabootsen. Dit stelt waterbeheerders in staat om snel en effectief inzicht 

te krijgen in de effecten van mogelijke maatregelen. 
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4.4 Zuiderzeeland casus 

4.4.1 Beschrijving casus  

Waterschap Zuiderzeeland wil inzicht krijgen in het effect van peilaanpassingen in het 

groeiseizoen op de grondwaterstand en ultimo op de verdampingsreductie. Het casusgebied 

omvat de gehele Flevopolder, zie Figuur 4.6. De Noordoostpolder is buiten de casus 

gehouden, zodat de omvang van het model nog enigszins werkbaar bleef in termen van 

rekentijden. Het gebied heeft een omvang van 55 x 45 km2. De linkeronderhoek heeft 

coördinaten (135000, 471000), de rechterbovenhoek (190000, 516000). 

Uitgangspunt bij de casus was dat het waterschap de mogelijkheid moet hebben om met het 

getrainde AI-model voor verschillende momenten in het groeiseizoen (hier gedefinieerd van 

maart-oktober) en voor een willekeurig gebied een peilaanpassing door te voeren. Op basis 

hiervan moet het AI-model voor verschillende momenten in het groeiseizoen de 

grondwaterstand bepalen. Er is afgesproken om hiervoor de eerste dag van iedere maand te 

nemen. De peilaanpassingen worden op maandelijkse basis doorgevoerd. 

 

 
Figuur 4.6: Begrenzing Zuiderzeeland casus. 

4.4.2 Genereren training dataset  

De training dataset is gegenereerd met het recentelijk opgeleverde AZURE v2 model. Dit is 

een MODFLOW6 model, waardoor deze ï na het maken van een uitsnede ï rechtstreeks 

gebruikt kon worden. Om rekentijden te beperken is gekozen voor een rekenresolutie van 50 

m. Verder zijn de gebieden buiten de Flevopolder (met een buffer van 2 km) inactief gemaakt 

in het model. Dit leverde een aanzienlijk winst in rekentijd op omdat met name de 

zuidoosthoek van het model met de Veluwe zeer veel rekentijd vraagt (grote onverzadigde 

zone en anisotropie). 

Het model is opgewarmd tot 1 maart 2014. Voor het genereren van de training dataset is het 

model op dagbasis doorgerekend van 1 maart ï 1 november. De berekende grondwaterstand 

is opgeslagen voor iedere 1e van de maand. Ook is de totale verdampingsreductie over het 

groeiseizoen zoals berekend door MetaSWAP, uitgevoerd. 

Net als bij de Vechtstromen casus zijn er random vlekkenkaarten gegenereerd voor de 

gebieden waar wel/niet een peilaanpassing wordt doorgevoerd. Er is 1 kaart per sample 
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gemaakt; het gebied verandert dus niet door het jaar heen. Daarnaast is er een tijdreeks 

gegenereerd met per maand een peilaanpassing ten opzichte van t=0 (1 maart). Deze 

peilaanpassingen variëren tussen 0.1 en 1.4 m en zijn gegenereerd met een speciaal 

hiervoor ontwikkeld en ógetunedô random model, waarbij er voor iedere tijdstap (maand) een 

kans is gedefinieerd dat het peil stijgt of daalt. In het begin van het groeiseizoen is de kans 

op stijgen aanzienlijk groter dan de kans op dalen. Dit wisselt gaandeweg, waardoor er over 

de verschillende samples een breed scala aan peilvariaties wordt gegenereerd. 

De combinatie van peilvariaties en vlekkenkaart vormt de input van de training dataset. Dit is 

vervolgens doorgerekend met het AZURE deelmodel. In het model is bij een peilverhoging de 

infiltratiemogelijkheid van een waterloop onveranderd gebleven. Met andere woorden: door 

een peilverhoging kan een waterloop niet veranderen van een drainerende in een 

infiltrerende waterloop. Verder is ook de buisdrainage binnen de vlekkenkaart verhoogd, 

indien het waterlooppeil boven het drainageniveau uitkwam. Hetzelfde geldt voor de 

kleischeuren die in het model als RIV elementen zijn opgenomen. Beiden kunnen namelijk 

niet afwateren onder het peil van de watergangen. 

Als trainingsdata zijn de grondwaterstanden ten opzichte van 1 maart aangeleverd. Deze 

beelden bleken namelijk tot een iets beter trainingsresultaat te leiden dan absolute 

grondwaterstanden. Bij het toepassen van het AI-model kan het berekende beeld weer 

opgeteld worden bij de grondwaterstand op 1 maart om weer de absolute grondwaterstand te 

krijgen. 

4.4.3 NN-training  

4.4.3.1 Pre-processing van de MODFLOW in- en uitvoerdata 

De Zuiderzeeland-casus richtte zich op het modelleren van de temporele ontwikkeling van de 

grondwaterstand aan de hand van meerdere momenten (snapshots) in de tijd. Het model 

maakte gebruik van variaties van vier invoervariabelen, elk weergegeven als een afbeelding 

van 816 bij 1016 pixels: 1) de initiële grondwaterstand, 2) de neerslagtijdreeks, 3) de 

verdampingstijdreeks, en 4) waterpeiltijdreeks. De tijdreeksen werden omgezet naar 

zogenaamde barcode-representaties, zoals geïllustreerd in Figuur 3.7 in paragraph 3.4.3 

óData Format Conversionô. 

 

De uitvoer bestond uit acht afzonderlijke tijdstippen (snapshots in time) van de ruimtelijke 

grondwaterstand, waarbij voor elk tijdstip een apart model werd getraind. Het eerste model 

gebruikte de eerste 30 dagen aan tijdreeksgegevens, het tweede model 60 dagen, enzovoort 

ð waarbij de temporele reikwijdte telkens werd vergroot.  

 

De AFNO-modellen toonden een uitzonderlijke nauwkeurigheid in het vastleggen van 

fluctuaties in de grondwaterstand door de tijd heen. Dankzij de toenemende lengte van de 

tijdreeksen kon het model seizoensinvloeden en kortstondige variaties steeds beter 

herkennen, wat vooral waardevol bleek voor voorspellingen over langere perioden. 

 

Om compatibiliteit met de 16x16 patch-gebaseerde structuur van AFNO te waarborgen, werd 

de tweede dimensie van de invoerafbeeldingen opgevuld tot 816x1024 pixels. Hierdoor kon 

het model optimaal presteren in het spectrale domein.  

 

De AFNO-architectuur bestaat uit meerdere lagen die de ruimtelijke invoer iteratief 

transformeren. De invoer wordt opgedeeld in niet-overlappende vlakken van 16x16 pixels. 

Elk vlak wordt vervolgens geprojecteerd naar een kenmerkenruimte met een embedding size 

van 256. De architectuur bestaat uit vier lagen, elk opgebouwd uit acht AFNO-blokken. 
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4.4.3.2 Training van het neurale netwerk 

De training van het model is geoptimaliseerd met behulp van verschillende technieken: 

¶ De Adam-optimizer past de modelparameters aan via gradiënt-gebaseerde updates. 

¶ Een sommerende óloss functionô meet het verschil tussen voorspellingen en 

werkelijke waarden. 

¶ Het leerproces wordt gestuurd door een exponentieel afnemend leerschema in 

TensorFlow, met een afnamefactor van 0,95 per 1.000 stappen. 

¶ De batchgrootte is ingesteld op 32, en het model wordt getraind gedurende 50.000 

stappen. 

 

Het model werd getraind op de Snellius-supercomputer, waarbij gebruik werd gemaakt van 

10 nodes met elk 4 GPUôs. De training duurde ongeveer 24 uur, waarbij in Figuur 4.7 te zien 

valt dat de convergentie van de training al ruim vóór het voltooien van de 50.000 stappen 

bereikt was. 

 

 

Figuur 4.7: Voorbeeld van een verloop van een trainingsconvergentie voor de Zuiderzeeland casus. 

4.4.4 Resultaten  

De bijgevoegde memo in Appendix C beschrijft de beoordeling van de nauwkeurigheid en 

toepasbaarheid van het AFNO AI-grondwatermodel voor de Flevopolders. We noemen hier 

de belangrijkste conclusies en aanbevelingen. 

 

Beoordeling modelprestaties 

De modelprestaties zijn zowel temporeel als ruimtelijk beoordeeld door gebruik te maken van 

de prestatie-indicator Root Mean Square Error (RMSE). Daarbij wordt met name aandacht 

besteed aan verschil in modelprestaties tussen het AI-model en het AZURE-model, dat 

gebruikt is om het AI-model te trainen. 

 

De RMSE toont een consistent patroon over de testdataset. Van maart tot en met augustus 

blijft deze laag en stabiel met een gemiddelde fout van +/- 4 cm, terwijl in september en 

oktober een lichte stijging optreedt. Het gemiddelde wordt niet sterk beïnvloed door 

specifieke locaties in het studiegebied, perioden in het jaar of de mate, ligging en timing van 

peilopzet. In het algemeen geldt dat de modelafwijking toeneemt met hogere 

neerslaghoeveelheden en een hogere mate van peilopzet, en bij lagere 

verdampingshoeveelheden. 

 

Daarnaast is de mate van onzekerheid van het AI-model kleiner dan de onzekerheid van het 

AZURE-model versus observaties. Op basis van deze inzichten toont de nauwkeurigheid van 
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het AI-model ten opzichte van AZURE dus potentie. Wel is het zo dat de beoordeling van de 

modelprestaties alleen inzoomt op de prestatie-indicator RMSE in dit memo. We raden 

daarom aan om de beoordeling verder aan te scherpen in een vervolgonderzoek. 

 

Toepassing in casus Eendentocht 

Het AI-model is vervolgens gebruikt in de casus Eendentocht. Het model is succesvol ingezet 

met meteorologische gegevens van het KNMI. Verschillende scenarioôs voor peilopzet zijn 

doorgerekend. De resultaten zien er kwalitatief plausibel uit. Echter zijn de resultaten niet 

gevalideerd omdat de modelresultaten niet beschikbaar zijn als ground truth in de 

aangeleverde testdataset. 

 

De casus toont aan dat met het zeer snel rekende AI-model veel verschillende scenarioôs 

doorgerekend kan worden. Daarmee kan het effect van deze peilopzetscenarioôs op de 

freatische grondwaterstanden binnen een minuut worden bepaald. Dit toont de potentie van 

het AI-model aan. Een mogelijke vervolgstap is het gebruiken van het AI-model in een 

daadwerkelijke operationele setting met gebiedsbeheerders om zo de daadwerkelijke 

toepasbaarheid te toetsen. 

 

4.5 HDSR-casus 

4.5.1 Beschrijving casus  

 

Aanleiding  
Duurzaam beheer van grond- en oppervlaktewater is cruciaal voor landbouw, natuur, 

drinkwaterproductie en industrie. De droge zomers van 2018-2020 hebben de kwetsbaarheid 

van de grondwatervoorraad aangetoond, terwijl langdurig natte perioden, zoals eind 2023, 

juist tot wateroverlast leiden. Deze wisselende omstandigheden vragen om beter 

handelingsperspectief en tijdige voorspellingen van (grond)waterstanden. 

Om hierop te anticiperen, heeft HDSR samen met partners het raamwerk Anticiperend 

Grondwaterbeheer ontwikkeld. Dit biedt waterbeheerders technische tools om proactief te 

sturen en te informeren over (dreigende) waterproblemen. 

Doel 
Dit TKI-project richt zich op de ontwikkeling van een snel AI-grondwatermodel op basis van 

MODFLOW-uitkomsten. Dit model moet later ingezet kunnen worden binnen een 

optimalisatieroutine om snel de impact van maatregelen te berekenen en een optimaal 

grondwaterregime te bepalen. De definitie van een optimaal regime wordt parallel uitgewerkt. 

Het AI-model moet voldoen aan vier kerncriteria: 

¶ Nauwkeurigheid 

¶ Rekensnelheid 

¶ Eenvoudige kalibratie en validatie 

¶ Overdraagbaarheid aan HydroLogic en HDSR 

In deze eerste fase ligt de focus op het accuraat berekenen van grondwaterstanden, met het 

AZURE (MODFLOW-MetaSWAP) model als referentie. Het model is pseudo-stationair en 

kan toekomstige grondwaterstanden berekenen, maar is nog niet transiënt. 
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Stip op de horizon  

De ambitie is een systeem dat op 1 oktober een prognose maakt van de grondwaterstand op 

1 maart, gekoppeld aan seizoensverwachtingen. Deze voorspelling wordt wekelijks verfijnd. 

In februari ontstaat een helder beeld van de start van het groeiseizoen (nat, droog of 

gemiddeld), waarna, indien nodig, adaptatiemaatregelen worden doorgerekend met een AI-

gebaseerde optimalisatietechniek. 

Dit AI-model leert welke maatregelcombinaties het meest effectief zijn. Voor uitvoering 

worden deze maatregelen nogmaals getoetst met het basis-MODFLOW-model. Zo wordt een 

optimaal grondwaterregime bepaald en indien nodig tijdig ingegrepen. 

4.5.2 Genereren training dataset  

Het AZURE-model, een gebiedsdekkend grondwaterinstrument voor Midden-Nederland, is 

gebruikt als ógroundtruthô voor de training en validatie van het AI-model. Dit model, ontwikkeld 

door een consortium van provincies, waterschappen en drinkwaterbedrijven, rekent met 

MODFLOW en MetaSWAP op een schaal van 100 meter. De door HDSR geleverde versie is 

dezelfde als die in operationeel gebruik. 

 

Modelinvoer en -uitvoer AZURE  

Het AI-grondwatermodel is gebaseerd op de invoerparameters van AZURE. Voor deze pilot 

is gekozen om alleen de zomersituatie te modelleren, met neerslag en potentiële verdamping 

als belangrijkste tijdsafhankelijke inputs. Randvoorwaarden en constante parameters zijn in 

deze fase buiten beschouwing gelaten. 

 

Voor de training is 210 jaar aan data uit de KNMIô23 klimaatscenarioôs gebruikt. Dit omvat 

zeven 30-jarige reeksen die zijn samengevoegd tot een doorlopende dataset. De berekende 

freatische grondwaterstanden van AZURE dienen als trainingsdata voor het AI-model. 

 

Trainingsdata  en validatiedata  AI-model  

Omdat grondwaterstanden traag reageren op meteorologische invloeden, is de huidige 

grondwaterstand een cruciale input voor voorspellingen. Naast neerslag en verdamping tot 

twee maanden terug, en de verwachte neerslag en verdamping voor twee weken vooruit, 

vormt deze de basis voor het AI-model. 

 

Het model berekent niet de absolute grondwaterstand, maar de verandering ervan 

(toekomstige - initiële stand). Hierdoor blijft de foutaccumulatie beperkt. Om de 

nauwkeurigheid te waarborgen, moet het operationele AI-model regelmatig worden 

bijgestuurd met actuele meetgegevens, bijvoorbeeld uit een meetnet of een numeriek model 

zoals OWASIS. 

 

Voor de voorspelling van de grondwaterstand in de toekomst maakt het AI-model gebruik van 

drie inputvariabelen: de huidige grondwaterstand, de gemeten en voorspelde verdamping, en 

de gemeten en voorspelde neerslag (Figuur 4.8). Uit de 210-jarige dataset van het AZURE-

model zijn ruim 20.000 individuele trainingssamples gehaald. Deze samples zijn 

gerandomiseerd, zodat er geen directe onderlinge afhankelijkheid is tussen opeenvolgende 

datareeksen. 

 

Van deze 20.000 samples zijn 10.000 gebruikt voor het trainen van het AI-model en 70 voor 

validatie. De output van het model is de verandering in grondwaterstand (verschil tussen 

toekomstige en initiële stand), in plaats van de absolute grondwaterstand. Dit helpt om de 

foutaccumulatie te beperken en maakt het model robuuster voor voorspellingen op korte 

termijn. 
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Zoals geïllustreerd in Figuur 4.9, zijn de trainingssamples gebaseerd op een lange 

historische reeks van AZURE-simulaties. Deze reeks is samengesteld uit verschillende 

klimaatscenarioôs om de variatie in meteorologische omstandigheden te maximaliseren. In 

deze pilotversie is de AI-training specifiek gericht op een tijdshorizon van 14 dagen. 

 

Hoewel dit model in essentie pseudo-stationair is, kunnen meerdere modellen worden 

getraind voor verschillende toekomsthorizonten. Door een reeks van stationaire 

voorspellingen te combineren, kan een transiënt modelrun worden benaderd, wat het model 

geschikter maakt voor operationeel anticiperend grondwaterbeheer. 

 

 

 

 Figuur 4.8: Schematische weergave van de input en output van het AI-model. 

 

 

 

Figuur 4.9: Schematische weergave van de wijze waarop verschillende trainingssamples uit 210-jarige 
reeks van het numerieke ógroundtruthô model AZURE ontleend kunnen worden. De neerslag en 
potentiële verdamping zijn ook input voor het AZURE-model. De freatische grondwaterstanden 
zijn output van het AZURE-model waar het AI-model op wordt getraind.  
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4.5.3 NN-training  

4.5.3.1 Pre- and postprocessing van de MODFLOW in- uitvoerdata 

De modelinput van de HDSR-casus bestaat uit drie kerncomponenten:  

1. een initiële verdeling van de grondwaterstand, weergegeven als een matrix van 

360x400 pixels, 

2. een neerslagreeks van 74 dagen, en 

3. een verdampingsreeks van eveneens 74 dagen. 

Om deze tijdreeksen geschikt te maken voor een beeldgebaseerde deep learning-aanpak, 

zijn zowel de neerslag- als de verdampingsdata omgezet naar zogenaamde óbarcode-

matricesô met dezelfde resolutie van 360x400 pixels, vergelijkbaar met de aanpak in de 

Zuiderzeeland-casus. Deze transformatie maakt het mogelijk om alle invoervariabelen 

ruimtelijk consistent te representeren, waardoor het neuraal netwerk complexe interacties 

kan leren tussen de begincondities en de tijdsafhankelijke geohydrologische respons. 

 

Het model levert twee soorten uitvoer: de ruimtelijke absolute grondwaterstand én het 

verschil tussen de voorspelde en de initiële grondwaterstand. Interessant is dat het trainen 

van het model op het verschil in plaats van op de absolute waarde tot een hogere 

nauwkeurigheid leidde, daar deze aanpak systematische fouten vermindert die voortkomen 

uit afwijkingen in de uitgangssituatie. 

 

Voor optimale prestaties is gebruikgemaakt van de Adaptive Fourier Neural Operator 

(AFNO), die dynamisch relevante frequentiecomponenten selecteert om de 

generaliseerbaarheid van het model te verbeteren. Een belangrijke innovatie in onze aanpak 

is het gebruik van een aangepaste óloss functionô die alleen verschillen meeneemt van het 

interessegebied in plaats van op het volledige modeldomein. 

 

AFNO verwerkt de invoerdata via meerdere lagen, waarbij stapsgewijs betekenisvolle 

kenmerken worden geëxtraheerd. De invoer wordt opgedeeld in patches van 8x8 pixels, 

zoals gespecificeerd in de configuratie. Dit vermindert de rekenlast met behoud van de lokale 

structuur. Elke patch wordt vervolgens gecodeerd tot een feature-representatie met een 

embedding-dimensie van 256. Het model bestaat uit vier lagen, elk opgebouwd uit acht 

AFNO-blokken. 

4.5.3.2 Training van het neurale netwerk 

De trainingsstrategie van het model maakt gebruik van de Adam-optimizer, die parameters 

bijwerkt op basis van gradiënt-gebaseerde optimalisatie. De óloss functionô bevat een 

sommatie van de verschillen tussen de voorspellingen en de werkelijke waarden. Voor de 

leersnelheid is gekozen voor een exponentieel afnemend schema met een vervalfactor van 

0,95 over telkens 1.000 stappen. Dit zorgt voor een geleidelijke leerproces en voorkomt 

instabiliteit tijdens het trainen. 

 

Het model werd getraind met een batchgrootte van 32, zowel voor de rastergebaseerde 

bewerkingen alsook voor de validatie. In totaal zijn er 200.000 trainingsstappen uitgevoerd. 

De training vond plaats op de Snellius-supercomputer, waarbij gebruik werd gemaakt van 10 

nodes met elk 4 GPUôs. De totale rekentijd bedroeg ongeveer 18 uur. De convergentie van 

de óloss functionô werd al bereikt vóór het ingestelde maximum van 200.000 stappen (zie 

Figuur 4.10):  
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Figuur 4.10:  Voorbeeld van het verloop van de óloss functionô tijdens de training van de HDSR-casus. 

4.5.4 Resultaten  

 

Statistieken  

Het model is gevalideerd met een set van 70 validatiesamples, willekeurig geselecteerd uit 

de 210-jarige AZURE-reeks, met uitsluiting van de jaren die zijn gebruikt voor training. Voor 

elk sample is de door het AI-model berekende grondwaterstandsverandering na 2 weken 

vergeleken met de door het AZURE-model berekende verandering. 

 
Algemene statistieken van de resultaten zijn weergegeven in Tabel 1. De gemiddelde Mean 

Absolute Error  (MAE) van alle 70 validatiesamples is 0.0078 meter. Dit duidt erop dat het 

AI-model in staat is de ógroundtruthô nauwkeurig te benaderen. Belangrijk is dat de 

gemiddelde fout per pixel minder dan een centimeter bedraagt (MAE = 0,0078 m), terwijl de 

gemiddelde absolute grondwaterstandsverandering per pixel aanzienlijk groter is (0.0371 m). 

Dit bevestigt dat het AI-model qua nauwkeurigheid voldoet aan de vereisten voor toepassing 

binnen Anticiperend Grondwaterbeheer. 

 

De resultaten van deze willekeurig geselecteerde validatiesamples zijn opgenomen in Bijlage 

A. In Bijlage B is een tabel opgenomen met enkele belangrijke karakteriserende statistieken 

voor ieder van de 70 validatiesamples. 

 

Tabel 4.1: Statistieken van de grondwaterstandsverandering door het AI-model vs AZURE voor 70 samples. 

Metrics Gemiddelde over 70 realisaties 

MAE [m] 0.0078 

Gemiddelde absolute grondwaterstandverandering 

AZURE-model (ógroundtruthô) 

0.0317 

Gemiddelde absolute grondwaterstandverandering AI-

model (ópredictionô) 

0.0330 

 

Analyse individuele samples  
De statistieken van de volledige validatieset geven een algemeen beeld van de prestaties 

van het AI-model, maar vormen een ruimtelijk gemiddelde. Dit betekent dat ze geen inzicht 

bieden in waar het model goed of minder goed voorspelt binnen het systeem. Daarbij worden 

ook vele verschillende condities gemiddeld, denk bijvoorbeeld aan verdrogende condities met 

veel verdamping, vernattende condities met veel neerslag, of condities waarbij een 
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uitzonderlijk hoge of lage initiële grondwaterstand van toepassing is. De gemiddelde statistiek 

geeft ook geen inzicht in de condities waaronder het AI-model goed of minder goed presteert. 

Om toch meer inzicht te krijgen in deze ruimtelijke en conditie-specifieke prestaties van het 

AI-model worden in deze paragraaf enkele van de 70 individuele validatiesamples in meer 

detail geanalyseerd (zie Bijlage A). 

 

Validatiesample 1 wordt toegelicht aan de hand van de resultaten in (Figuur 4.11). Onderaan 

het figuur is de inputdata van het model weergegeven, bestaande uit de initiële 

grondwaterstand als grid, de verdamping als tijdreeks en de potentiële verdamping als 

tijdreeks. De initiële grondwaterstanden (m t.o.v. NAP) laten duidelijk de contouren van de 

Utrechtse Heuvelrug en de oostflank van de Veluwe zien als gebieden met hoge 

grondwaterstanden. Dit sample kenmerkt zich door een aanzienlijke potentiële verdamping 

van gemiddeld 3,4 mm per dag en een redelijk gelijkmatig verdeelde neerslag van gemiddeld 

3,6 mm per dag. Gedurende de geanalyseerde periode zijn er tien dagen met meer dan 10 

mm neerslag, maar op geen van deze dagen valt meer dan 25 mm. 

 

De door AI-model berekende verschil in grondwaterstand (= ópredictionô) wordt vergeleken 

met de berekeningen van het oorspronkelijke AZURE-model, waarbij dus het verschil wordt 

genomen tussen de initi±le grondwaterstand (=ôinitial headô) en de grondwaterstand 14 later 

(= óhead differenceô). Het verschil tussen de twee is daarnaast weergegeven (= óerrorô). Het 

histogram toont de verdeling van de óafwijkingô voor alle individuele pixels. 

 

Figuur 4.11:  Resultaten van head difference (metingen) en voorspelling van validatiesample #1 

In dit voorbeeld is te zien dat de door AZURE berekende grondwaterstanden op de meeste 

locaties dalen, deels als gevolg van de aanzienlijke verdamping. De daling van de 

grondwaterstanden is het grootst op de Flanken van het Heuvelrugsysteem en op de hogere 

dekzandruggen van de oostflank van het Veluwe systeem. Er zijn echter ook locaties waar de 

grondwaterstanden stijgen, met name aan de voet van het heuvelrugsysteem: in de 

Oostelijke vechtplassen, in de Eemvallei, aan de voet rond Woudenberg en ook in enkele van 

de dalvormige laagtes op de Oostflank van de Veluwe. Ook boven op het plateau van de 

heuvelrug stijgt de grondwaterstand licht. 

 

De voorspelling van het AI-model komt zeer goed overeen met de berekeningen van het 

AZURE-model (zie Figuur 4.12 voor meer detail). Het ruimtelijke patroon van locaties waar 

de grondwaterstand stijgt en locaties waar de grondwaterstand daalt lijkt komt zeer goed 

overeen. De Mean Absolute Error (MAE) is iets meer dan één centimeter. Over het algemeen 

voor dit sample gesteld dat het AI-model iets hogere grondwaterstanden voorspelt. Met name 

op de Oostflank van de Veluwe is dit het geval, waar de dalende grondwaterstanden op de 

dekzandruggen iets wordt overschat en de stijging in de dalvormige laagtes iets wordt 

overschat. 
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Figuur 4.12: Validatiesample 1: Groundtruth grondwaterverandering berekend door AZURE (links) en 
grondwaterverandering berekend door het AI-model (rechts). 
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5 Lessen en toekomstperspectief 

5.1 Lessen uit het project 

Uit onze uitgebreide experimenten met de hypothetische testmodellen blijkt dat neurale 

operatoren, zoals de Adaptive Fourier Neural Operator (AFNO) en Deep Operator Networks 

(DON), aanzienlijk beter presteren dan traditionele deep learning-architecturen. Dit is te 

verklaren doordat neurale operatoren specifiek zijn ontworpen om invoerdata of functies te 

vertalen naar andere functieruimten, wat hen bijzonder geschikt maakt voor ruimtelijke 

domeinen. Eerdere experimenten met Convolutional Neural Networks (CNNôs), Encoder-

Decoder-architecturen en Generative Adversarial Networks (GANôs) leverden redelijke 

resultaten op voor eenvoudige benchmarkproblemen. Echter, naarmate de complexiteit 

toenam bleken deze conventionele methoden moeite te hebben met generalisatie en 

nauwkeurigheid, vooral bij grotere ruimtelijk-temporele datasets. De neurale operatoren 

AFNO en DON boden daarentegen een flexibelere en schaalbare oplossing, met betere 

generalisatie over verschillende resoluties en fysische omstandigheden. 

 

Een andere belangrijke les was de aanzienlijke rekenkracht die nodig is om modellen van 

deze schaal te trainen. De eerste tests en prototypes werden uitgevoerd op Google Colab, 

wat een toegankelijke omgeving bood voor het experimenteren met kleinere modellen en het 

valideren van uitgewerkte principes. Naarmate we echter richting realistische toepassingen 

gingen met grotere datasets en hogere resoluties, werd duidelijk dat krachtiger hardware 

nodig was. Op de Nederlandse supercomputer Snellius kon voor deze trainingsdoeleinden 

gebruik gemaakt worden van meerdere GPUôs. De mogelijkheid om berekeningen te 

verdelen over meerdere krachtige GPUôs was essentieel om de trainingstijd binnen de perken 

te houden en convergentie van het model te bereiken. Deze ervaring benadrukte het belang 

van gespecialiseerde high-performance computing-infrastructuur bij het werken met 

geavanceerde neurale operatoren, en de bijbehorende uitdagingen en middelen die nodig 

zijn voor deep learning op deze schaal. 

 

Daarnaast hebben we geleerd dat voor het opbouwen van trainingsdatasets meestal heel 

veel CPU-rekenkracht nodig is, maar dat soms lokale hardware ook voldoende kan zijn: voor 

de HDSR-casus bleek één zeer lange tijdsafhankelijke CPU-modelrun op een lokale 

computer te volstaan, terwijl voor de andere real-world casussen steeds heel veel 

MODFLOW-runs nodig waren, waarbij ï om rekentijden enigszins binnen de perken te 

houden ï toegang tot de multi-node CPU-omgeving van Nederlandse Snellius-

supercomputer onontbeerlijk bleek te zijn. 

5.2 Toekomstperspectief 

Binnen dit TKI-project is een proof-of-concept ontwikkeld voor het bouwen van AI-versies van 

bestaande MODFLOW-modellen voor vier geohydrologisch verschillende regionale cases, 

elk met een eigen doelstelling. Echter, om de techniek meer algemeen toepasbaar te krijgen 

is op een aantal gebieden nog verdere ontwikkeling en aandacht nodig: 

¶ Opschaling naar nationaal niveau : het ontwikkelen van een AI-versie van de 

grondwatercomponent van het Landelijk Hydrologisch Model (LHM), en daarmee 

voor alle geohydrologische situaties van Nederland. 

¶ Volledig temporele modellering : in de HDSR-casus is voor elk tijdstip afzonderlijk 

een neuraal netwerk getraind; dit zou uitgebreid moeten worden naar een volledig 

continue temporele methodiek. 

¶ Combinatie s van g rote en kleine effecten : de Vitens-casus maakte duidelijk dat 

een neuraal netwerk moeite heeft om gelijktijdig zowel subtiele als grootschalige 
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modeleffecten te leren. Verdere ontwikkeling is nodig om het model in staat te stellen 

deze verschillen te combineren binnen één architectuur. 

¶ Toepasbaarheid in de dagelijkse praktijk : onderzoek is nodig naar hoe een 

getraind AI-model kan worden ingezet in de dagelijkse praktijk van een hydrologisch 

adviseur bij een waterschap of drinkwaterbedrijf, zowel voor operationeel als 

strategisch waterbeheer. 

¶ Blijven volgen van ontwikkelingen : in het snel veranderende SciML-landschap is 

het essentieel om voortdurend best practices en nieuwe technieken te evalueren. 
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6 Hardware- en softwarevereisten 

6.1 Genereren van trainingsdata 

Voor het genereren van de trainingsdatasets is gebruikgemaakt van de Python-versie van 

MODFLOW en van externe rekenomgevingen met hoge CPU-specificaties, zoals de Azure-

cloudservice of de Snellius-supercomputer van SURF. Hoewel in principe individuele 

MODFLOW-simulaties ook op lokale systemen uitgevoerd kunnen worden, versnelde het 

gebruik van deze krachtige rekenomgevingen het proces niet alleen aanzienlijk, maar was het 

cruciaal om de totale looptijd van de berekeningen significant te beperken. Helaas zijn geen 

logboeken van rekentijden gegenereerd. 

6.2 Trainen van een neuraal netwerk 

Vanwege de afhankelijkheden van Nvidia Modulus(-sym) is het werk uitgevoerd in Python 

binnen een Linux-omgeving, aangezien veel benodigde Python-pakketten alleen beschikbaar 

zijn voor Linux/Unix. Voor gebruikers van Windows volstaat een WSL-omgeving met Ubuntu. 

Daarnaast vereist de licentie van de Modulus-bibliotheken dat een Nvidia-GPU aanwezig is 

om modellen te kunnen trainen of gebruiken. 

 

Voor kleinschalige testcases (hypothetische scenarioôs) is gebruikgemaakt van Google Colab 

Pro+ voor zowel training als pre- en postprocessing. Dit bleek voldoende, ook voor de Vitens 

real-world casus, die binnen drie uur tot redelijke convergentie werd getraind. Vermoedelijk 

zouden ook andere testcases volledig op Google Colab Pro+ uitgevoerd kunnen worden, 

zeker gezien het beperkte aantal realisaties (meestal 1.000) in de trainingsdatasets. 

 

Voor grootschalige realistische toepassingen, waarbij meer dan 10.000 realisaties nodig 

waren, is gebruikgemaakt van de Nederlandse nationale supercomputer Snellius via een 

NWO-subsidie. Deze infrastructuur maakte het mogelijk om de zware AI-rekentaken te 

verdelen over meerdere GPUôs. 

6.3 Gebruik van een getraind neuraal netwerk 

Uit de tests bleek dat de getrainde modellen voldoende compact waren om lokaal uitgevoerd 

te worden op een desktopmachine (bijvoorbeeld via WSL op Windows). Er zijn geen 

prestatiestatistieken of -analyses uitgevoerd. 
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A Analyse Vitens testcasus 

 

A.1 Setup 

Er is een dataset van 10.000 samples samengesteld voor het trainen van het Vitens-model. 

Uit deze dataset zijn 1000 samples genomen om het getrainde model te testen. De overige 

9000 zijn gebruikt voor de training. 

 

De ógroundtruthô-modellen bleken een zeer brede range aan verlagingen te bevatten. 

Sommige samples hebben maximale dalingen van enkele centimeters, andere van meer dan 

100 of zelfs 1000 meter. Dit komt door de variaties in kD-waarden en verticale weerstanden 

ter plaatse van de onttrekkingsputten. Vanwege deze grote variaties is de trainingsdataset 

geschaald door dalingen groter dan 10 meter af te kappen (voorafgaand aan de training). 

 

De output van elk sample is de verlaging als gevolg van de onttrekkingsput. Deze verlaging is 

ruimtelijk beperkt; grote delen van het modelgebied zullen geen verlagingen vertonen. Om de 

statistieken correct te berekenen zijn alleen verlagingen groter dan 5 cm meegenomen: 

1. Voor elk sample verwijder in de voorspellingen en in het ógroundtruthô-model waarden 

< 0,05 m; 

2. Bereken de fout (voorspelling ï ógroundtruthô-model) en de absolute fout; 

3. Bereken het gemiddelde per cel voor alle samples voor het ógroundtruthô-model, de 

fout en de absolute fout; 

4. Bereken de percentielen van de gemiddelden per cel (uit stap 3) voor het hele 

domein. 

Het is ook mogelijk om de percentielen rechtstreeks over het hele domein en alle monsters te 

berekenen. Echter, door eerst het gemiddelde per cel te berekenen (stap 3), worden de 

fouten in alle cellen gelijk gewogen bij het berekenen van de percentielen in stap 4. 

A.2 Resultaten voor de testset 

Tabel 1 toont de samenvattende statistieken voor de 1000 testmonsters. De mediaan (p50) 

van de ógroundtruthô(= mediaan verlaging van alle samples) is 0,19 m. De gemiddelde 

absolute fout (MAE) is 0,04 m, waarbij 10% van de absolute fout < 0,015 m en 10% > 0,228 

m is. De verdeling van de error is enigszins óscheefô met grotere fouten aan de linkerkant van 

de verdeling (onderschatting van de daling). 

 

Tabel 1: Statistieken van de 1000 testsamples. 

Percenti el 10 25 50 75 90 

Groundtruth (m)  0.073 0.112 0.190 0.284 0.393 

Absolute fout  (m) 0.015 0.025 0.040 0.069 0.228 

Fout (m) -0.113 -0.020 -0.004 0.005 0.022 
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Figuur 1: Gemiddelde per cel van ógroundtruthô (links), voorspelling (midden) en absolute fout (rechts) in meters. De 

kleurenschaal is afgekapt op 1 m, dus rode kleuren betekenen 1 m of meer. 

 

Figuur 1 toont de gemiddelde waarden per cel van respectievelijk de ógroundtruthô , de 

voorspelling en de absolute fout. De figuur laat duidelijk zien dat er zeer grote dalingen zijn 

(meestal afgekapt op 10 m) in het noordelijke deel van het modelgebied, dat wil zeggen Zuid-

Flevoland en de regio rond Bunschoten-Spakenburg en Nijkerk. Grotere verlagingen leidden 

tot grotere voorspellingsfouten (rechts). Bij de Utrechtse Heuvelrug en de Veluwe zijn de 

absolute voorspellingsfouten veel kleiner. In termen van fouten die evenredig zijn aan de 

ógroundtruthô, ligt de absolute fout voor deze regio's tussen 10 en 20%. 

A.3 Resultaten per modellaag 

Het model is getraind met willekeurige putposities in modelagen 2-8. Om meer inzicht te 

krijgen in de prestaties van het model, zijn de resultaten van de testdataset per modellaag 

geanalyseerd.  

 

Tabel 2 toont de percentielen voor de ógroundtruthô. De tabel laat zien dat ï zoals verwacht ï 

de ógroundtruthô (verlaging veroorzaakt door de put in de gespecificeerde laag) afneemt 

naarmate de put dieper ligt (hoger laagnummer); hoe dieper de put ligt, des temeer zullen er 

aquitards met een lage permeabiliteit tussen de put en de grondwaterspiegel liggen, 

waardoor het effect van de put kleiner zal zijn. Aan de onderkant van de verdeling (10- en 25-

percentielen) veranderen de waarden niet veel, aangezien alleen waarden > 0,05 m in 

aanmerking zijn genomen. 

 

Tabel 2: Percentielen van de ógroundtruthô per modellaag (modellaag waarin de put gepositioneerd is). 

Percenti el 10 25 50 75 90 

Modellaag  2 0.068 0.112 0.184 0.338 0.541 

Modellaag  3 0.069 0.109 0.191 0.294 0.481 

Modellaag  4 0.070 0.109 0.202 0.309 0.417 

Modellaag  5 0.067 0.101 0.178 0.287 0.380 

Modellaag  6 0.069 0.107 0.168 0.260 0.337 

Modellaag  7 0.066 0.094 0.155 0.237 0.285 

Modellaag  8 0.066 0.099 0.152 0.216 0.271 

 

Tabel 3 toont de voorspellingsfouten en Tabel 4 de absolute voorspellingsfouten. Net als bij 

de resultaten voor de testdataset is de fout groter aan de linkerkant van de foutverdeling: er 

worden grotere fouten gevonden bij een onderschatting van de daling dan bij een 

overschatting ervan. Dit is vooral het geval op locaties waar de daling zeer groot is en 

geconcentreerd rondom de winningsput (diepe verlagingsconussen). Over het algemeen ligt 

de mediane fout (p50) dicht bij nul. Zowel de fout als de absolute fout neemt af naarmate het 

aantal lagen toeneemt. Bovendien wordt de verdeling van de fout gelijkmatiger rond nul: een 
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diepere put heeft over het algemeen een meer ruimtelijk gespreid effect op de 

grondwaterspiegel. 
 

Tabel 3: Percentielen van de voorspellingsfout per modellaag (modellaag waarin de put gepositioneerd is). 

Percenti el 10 25 50 75 90 

Modellaag  2 -0.135 -0.021 -0.003 0.012 0.051 

Modellaag  3 -0.091 -0.021 -0.003 0.015 0.052 

Modellaag  4 -0.091 -0.020 -0.004 0.008 0.030 

Modellaag  5 -0.045 -0.017 -0.003 0.007 0.020 

Modellaag  6 -0.040 -0.018 -0.004 0.006 0.020 

Modellaag  7 -0.020 -0.009 -0.001 0.008 0.020 

Modellaag  8 -0.017 -0.008 0.000 0.009 0.019 
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Modellaag  2 

   
 

Modellaag  4 

   

 

Modellaag  6 

   

 

Modellaag  8 

   
 

Figuur 2: Celgemiddelde van ógroundtruthô (links), voorspelling (midden), en absolute fout (rechts) voor putten in modellagen 

2, 4, 6, en 8 (in meters). 
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Tabel 4: Percentielen van de absolute voorspellingsfout per modellaag (modellaag waarin de put 

gepositioneerd is). 

Percenti el 10 25 50 75 90 

Modellaag  2 0.013 0.021 0.039 0.091 0.334 

Modellaag  3 0.013 0.021 0.037 0.076 0.218 

Modellaag  4 0.012 0.021 0.035 0.058 0.189 

Modellaag  5 0.011 0.018 0.030 0.049 0.083 

Modellaag  6 0.013 0.019 0.030 0.045 0.066 

Modellaag  7 0.011 0.017 0.024 0.034 0.048 

Modellaag  8 0.011 0.016 0.021 0.029 0.040 

 

Figuur 2 toont de ógroundtruthô, voorspelling en absolute fout voor samples met de 

extractieput in modellaag 2, 4, 6 en 8. Wanneer de put zich in een diepere laag bevindt, 

wordt de daling in het zuiden van Flevoland veel kleiner (vaak < 0,05 m) en worden de 

grootste dalingen vooral aangetroffen op de Veluwe en de Utrechtse Heuvelrug. De 

voorspellingsfouten in deze gebieden bedragen ongeveer 10% van de ógroundtruthô. In de 

Gelderse Vallei zijn de relatieve fouten meer verspreid en liggen ze meestal tussen 10-30% 

van de ógroundtruthô voor putten in de diepere modellagen en 20-80% voor putten in de meer 

ondiepere modellagen. 

A.4 Algemene conclusies en aanbevelingen 

Het Vitens-model is getraind op basis van 9000 realisaties. Gezien het grote aantal 

invoervariabelen (20) is dit een vrij beperkte hoeveelheid gegevens. Bij voorkeur was meer 

data gebruikt voor training. Het model geeft echter nog steeds redelijke voorspellingen in 

gebieden met hoge doorlatendheden (Utrechtse Heuvelrug en Veluwe). In gebieden met 

grote ruimtelijke variabiliteit in aquitards of met lage doorlatendheden worden de fouten 

groter. Dit kan ook te wijten zijn aan het afkappen van de ógroundtruthô vanaf 10 m, wat nodig 

was om een goed geschaalde trainingsdataset te krijgen. 

 

Op basis van de analyse van de trainingsresultaten kunnen de volgende conclusies worden 

getrokken: 

1. De grootste fouten zijn gevonden in Flevoland en de Gelderse Vallei. 

2. De fout bij de Utrechtse Heuvelrug en de Veluwe bedraagt ongeveer 10-20% van de 

ógroundtruthô, met enkele grotere relatieve fouten in de buurt van de onttrekking. 

3. Een meer ruimtelijk variërende geologie (met name aquitards) leidt over het 

algemeen tot grotere fouten. 

4. Fouten nemen af naarmate de putten dieper liggen. 

5. Het schalen van de trainingsdataset vereist aanvullend onderzoek, aangezien het 

afkappen van verlagingen heeft geleid tot ongewenste discontinuïteiten. 

 

In de huidige trainingsdataset zijn de locaties van de onttrekkingen willekeurig geselecteerd. 

Als er meer trainingsdata worden toegevoegd, kan het beste worden gefocust op gebieden 

waar momenteel de grootste fouten worden aangetroffen. Tegelijkertijd kunnen onttrekkingen 

in watervoerende lagen met lage doorlatendheden buiten de interesse van Vitens vallen en 

daarmee uit de dataset worden weggelaten. Dit zal het getrainde model waarschijnlijk 

verbeteren, maar beperkt dan tegelijkertijd ook de algemene toepasbaarheid ervan in 

gebieden met lage doorlatendheden. 
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B Analyse Vechtstromen testcasus 
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B.1 INLEIDING 

Grondwaterbeheerders en stakeholders hebben steeds meer behoefte aan het uitvoeren van 

snelle verkenningen voor diverse transitieopgaven, zoals klimaatverandering, 

stikstofproblematiek, verdroging, verzilting en verstedelijking. Op Rijksniveau wordt de behoefte 

steeds groter om mogelijke oplossingsrichtingen voor complexe beleidsopgaven al in een 

verkennende fase snel in beeld te brengen. 

 

Bestaande 3D-grondwatermodellen, zoals regionale modellen of het Landelijk Hydrologisch 

Model (LHM), zijn veelgebruikt voor verkennende scenarioanalyses. Echter, de inzet van deze 

modellen wordt beperkt door lange rekentijden, grote datasets en de tijd die nodig is voor het 

verwerken en analyseren van de resultaten. Daarom rijst de vraag of en hoe AI kan worden 

ingezet om de resultaten van de onderliggende 3D-MODFLOW-grondwatermodellen snel en 

nauwkeurig te reproduceren. 

 

Het waterschap Vechtstromen wil deze AI-techniek inzetten om snel geohydrologische 

berekeningen uit te voeren binnen hun beheergebied. Dit helpt bij het doorrekenen van 

aanpassingen in drainage- en watergangsystemen en het beoordelen van de effecten op de 

Gemiddeld Laagste Grondwaterstand (GLG) en de Gemiddeld Voorjaars Grondwaterstand (GVG). 

Daarnaast is het waterschap geµnteresseerd in hoe deze aanpassingen invloed hebben op de 
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GLG en GVG onder toekomstige klimaatomstandigheden. Dit helpt het waterschap om ook de 

toekomstige effecten van hun waterbeheerstrategie±n te beoordelen. 

Het doel van deze rapportage is het rapporteren over de AI-resultaten voor de casus van 

waterschap Vechtstromen. 

 

 

B.2 IN- EN UITVOER VARIABELEN 

B.2.1 Distributie invoer variabelen  

De inputvariabelen betreffen aanpassingen aan de huidige watergangen en drainage zoals deze 

zijn opgenomen in het regionale grondwatermodel van MIPWA. De invoervariabelen bestaan uit 

drainage (met conductance en hoogte), top 10 watergangen (met bodemhoogte, peil en 

conductance), en legger watergangen (ook met bodemhoogte, peil en conductance). Alle 

hoogtes en peilen die zijn opgenomen in de dataset zijn niveauwijzingen tot +0,55 m met 

intervallen van 0,05 m. Er zitten meerdere overwegingen achter deze keuze. Enerzijds willen we 

vanuit een verkennend perspectief peilwijzigingen op deze resolutie kunnen doorrekenen. 

Anderzijds biedt deze resolutie meer variatie in de invoer, waardoor het AI-model de relatie 

tussen invoer en uitvoer beter kan bepalen. Voor de conductances betreft de aanpassing een 

multiplicatie factor die gevarieerd is van 0,1 tot 10. De conductances zijn gelogtransformeerd 

om de aanpassingen beter aan te laten sluiten bij die van de andere maatregelen. De distributie 

van invoer variabelen voor de training dataset van 1.000 samples zijn weergegeven in afbeelding 

2.1. Aangezien bij een willekeurige trekking niet alle invoervariabelen gelijktijdig worden 

gevarieerd, bedraagt de totale frequentie van voorkomen niet 1.000. Een voorbeeld van een 

willekeurige trekking is toegelicht in de volgende paragraaf. 

 

Afbeelding 2.1 Distributie van invoer variabelen op basis van 1.000 training data samples 

 

 

 

B.2.2 Willekeurige trekking invoer variabelen  

Om het model te trainen is per sample een willekeurige selectie gemaakt van waterlopen en 

drainagepercelen/-buizen. De cellen die binnen deze selectie vallen krijgen een invoerwaarde 

toegekend die overeenkomt met een verandering van de invoervariabele. 

 

Voor een willekeurige sample is de invoerdata weergegeven in afbeelding 2.2. Dit geeft een 

ruimtelijk beeld van de invoervariabelen. Zoals de figuren hieronder laten zien, is ervoor gekozen 

om in elke trekking een aantal invoervariabelen tegelijkertijd te vari±ren, zodat het AI-model de 

impact van verschillende combinaties van aanpassingen kan onderscheiden. In het weergegeven 

voorbeeld van een willekeurige trekking worden alleen het peil van de leggerwatergangen, het 
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peil en de bodemhoogte, en de conductance van de top 10 watergangen gewijzigd, terwijl de 

overige invoervariabelen ongewijzigd blijven. Voor de gewijzigde invoervariabelen krijgen alle 

geselecteerde watergangen of drainagecellen dezelfde wijziging in niveau of conductance. 

 

 

Afbeelding 2.2 Willekeurige trekking uit training dataset 

 

 

 

 

B.2.3 Ruimtelijke ligging invoervariabelen  

De locatie van verschillende invoervariabelen is weergegeven in afbeelding 2.3. Dit kan worden 

gebruikt om te vergelijken met waar de grootste verschillen worden bepaald. In afbeelding 2.4 is 

de maaiveldhoogtekaart weergegeven. 

 

 

Afbeelding 2.3 Ligging drainage, top 10 watergangen en legger watergangen in modelgebied 
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Afbeelding 2.4 Ligging modelgebied en AHN 

 

  

 

 

B.2.4 Output en klimaatscenarioõs 

De output van het AI model zijn de berekende verschillen in GxG als output. Er is een apart 

model opgesteld voor een GVG situatie en een GLG situatie. Voor de training is gebruik gemaakt 

van MIPWA v4.1.2, waarbij de GVG en GLG zijn berekend over de periode 2010-2018 (zie 

afbeelding 2.5). 

 

Afbeelding 2.5 Met referentiemodel (MIPWA 4.1.2) berekende GLG (links) en GVG (rechts) 

 

Oorspronkelijk was het plan om aparte AI-modellen te ontwikkelen voor zowel het huidige klimaat als het 

klimaatscenario 2050Hd. De GLG en GVG op basis van dit klimaatscenario zijn weergegeven in afbeelding 

2.6. Ter info toont de afbeelding ook het effect van het klimaatscenario ten opzichte van de huidige situatie 

(verschil met afbeelding 2.5). Hieruit blijkt dat het klimaatscenario over het algemeen leidt tot een daling van 

de GLG van gemiddeld 0.1-0.2 m met uitschieters tot enkele decimeters. De GVG stijgt overwegend enkele 

centimeters, met uitzondering van enkele gebieden waar de GVG daalt. 
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Hoewel de absolute waarden van de GLG en GVG veranderen als gevolg van het klimaatscenario, 

bestond het vermoeden dat de effecten van inputvariabelen (bijvoorbeeld peilverhoging) 

aanzienlijk minder gevoelig zouden zijn voor het klimaat. Dit is getest door voor zowel de 

huidige situatie als voor het klimaatscenario een gebiedsbrede peilverhoging van 30 cm door te 

rekenen. De verschillen bleken inderdaad slechts in de orde van 1-2 cm te zijn, zie afbeelding 

2.6. Omdat het AI-model alleen de effecten voorspelt, is geconcludeerd dat de berekende 

effecten door het AI-model kunnen worden gesuperponeerd op GxGõs die berekend zijn met 

zowel het huidige klimaat als met het klimaatscenario.1 

 

Afbeelding 2.6 Met klimaatscenario 2050Hd berekende GLG (linksboven) en GVG (rechtsboven). Onder het effect van het 

klimaatscenario op de GLG (links) en GVG (rechts). 

 

 

 

B.3 TESTING 

B.3.1 Doel 
Het doel van het testen van het AI model is om te bepalen waar (ruimtelijk) en bij welke 

parameter het model beter of slechter presteert. Hierbij wordt zowel de modelprestatie van het 

GLG als het GVG model beoordeeld. 

B.3.2 Testing dataset 
Naast de trainingsdataset, waarop het AI-model is getraind, is er ook een testdataset 

geproduceerd. Deze testdataset wordt gebruikt om de modelprestaties te beoordelen en is op 

dezelfde manier samengesteld als de trainingsdataset, waarbij willekeurige combinaties van 

invoeraanpassingen zijn gemaakt. De testing dataset bestaat uit 1.000 samples. Per model (GVG 

of GLG) is een testing dataset opgesteld waarbij dezelfde input modelparameters zijn gebruikt. 

 

Een sample bestaat uit de 8 genoemde input parameters (wijzigingen ten opzichte van 

referentie) en een GLG of GVG verschil dat is berekend met MODFLOW. De door MODFLOW 

gesimuleerde GxGs zijn bepaald op basis van tijdsafhankelijke berekeningen. Een samenvatting 

van de testing dataset is gegeven in tabel 3.1. 

 

 

 

ðððððððððððððð 
1 De weergegeven kaarten met referentie GxGs worden bijgaand opgeleverd in JPG- en IDF formaat. 
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Tabel 3.1 Samenvatting samenstelling van een sample voor GLG of GVG 

  

Invoer variabelen  MODFLOW uitvoer  AI model uitvoer  

drainage conductance (factor) 

drainage hoogte (verschil) 

top 10 watergangen bodemhoogte (verschil) 

top 10 watergangen peil (verschil) 

top 10 watergangen conductance (factor) 

legger watergangen bodemhoogte (verschil) 

legger watergangen peil (verschil) 

legger watergangen conductance (factor)  

GXG verschil (berekend effect)  GXG verschil (berekend effect)  

 

B.3.3 Gemiddeld Absolute Verschillen 
De modelprestatie is eerst beoordeeld aan de hand van het Gemiddelde Absolute Verschil (GAV) 

per sample. Voor deze beoordeling is per sample het gemiddelde genomen van de absolute 

verschillen tussen de uitvoer van de AI-berekeningen en de MODFLOW-berekeningen. Het GAV 

is alleen berekend op basis van cellen waar zowel het AI-model als MODFLOW een effect van 

meer dan 1 cm voorspellen. 

 

In afbeelding 3.1 is de verdeling van de GAV van de 1.000 samples van de testing dataset 

weergegeven. Daarnaast is de relatie weergegeven tussen de Gemiddelde Absolute Verschillen 

(GAV) en het aantal gevarieerde invoervariabelen. Over het algemeen is de GAV groter voor het 

GLG-model dan voor het GVG-model. Er is ook een duidelijke relatie tussen het aantal 

gevarieerde invoervariabelen en het GAV. Over het algemeen neemt de gemiddelde GAV toe 

naarmate er meer invoervariabelen worden gevarieerd. Daarnaast is de gemiddelde spreiding in 

GAV voor de gevarieerde invoervariabelen kleiner bij het GVG-model dan bij het GLG-model. 

 

Op basis van deze figuren kan dus concreet worden gesteld dat: 

- het GAV voor het GLG-model is groter dan voor het GVG-model; 

- de GAV neemt toe met meer gevarieerde invoervariabelen; 

- de spreiding in GAV voor de gevarieerde invoervariabelen kleiner is voor het GVG-model dan 

het GLG-model. 

 

Afbeelding 3.1 Histogram van GAV van de testing dataset en de relatie tussen GAV en de hoeveelheid invoervariabelen. 

 

 

 

 

Omdat de testing datasets van het GLG en GVG model dezelfde inputs hebben kan er een 

verdere vergelijking worden gemaakt van de modelprestatie van de twee modellen. Dit is 

weergegeven in afbeelding 3.2. Op basis hiervan blijkt dat voor dezelfde invoer variabelen het 
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GLG model ongeveer twee keer zo slecht presteert als het GVG model. Dit kan erop wijzen dat er 

een minder eenduidige relatie bestaat tussen de invoer en uitvoer, waardoor het voor het AI-

model moeilijker wordt om de juiste output te genereren. 

 

 

Afbeelding 3.2 GAV voor het GVG en GLG model per sample 

 

 

 

Om meer inzicht te krijgen in de impact van de afzonderlijke invoervariabelen, toont afbeelding 

3.4 de relatie tussen deze variabelen en de GAV, waarbij alleen de samples zijn gebruikt waarin 

slechts ®®n invoervariabele wordt gevarieerd. Op basis hiervan blijkt dat grote peilverhogingen 

van de top 10 watergangen en leggerwatergangen leiden tot de slechtste modelprestatie 

(hoogste GAV). Dit suggereert dat het AI-model het meest gevoelig is voor deze 

invoervariabelen. Daarnaast geldt voor alle invoervariabelen dat hoe groter de aanpassing, hoe 

slechter het model presteert. Echter, bij grotere aanpassingen wordt ook een grotere foutmarge 

geaccepteerd. Om dit weer te geven zijn ook de relatieve fouten op basis van de GAV afgebeeld 

in afbeelding 3.4 voor veranderingen in waterpeilen, bodemhoogtes en drainageniveaus. Hieruit 

blijkt dat de relatieve fout juist kleiner wordt bij grotere aanpassingen van de invoervariabelen. 

 

Op basis van de onderstaande figuren concluderen we dat: 

- grote peilverhogingen van watergangen (top 10 en legger) leiden tot de hoogste GAV, wat 

het model het meest gevoelig maakt voor deze variabelen; 

- de relatieve fout kleiner wordt bij grotere invoervariabel aanpassingen. 
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Afbeelding 3.3 Relatie individuele invoer variabelen en GAV 

 

 

 

 

Afbeelding 3.4 Relatieve fout (in percentages) van de GAV ten opzichte van de grootte van de impuls of invoerparameter 

 

 

B.3.4 Verschillen op cel-niveau 
Zoals beschreven, neemt de GAV het gemiddelde van ruimtelijke verschillen. Daarom is er ook 

gekeken naar de verschillen op celniveau. Vanwege de omvang van de modellen zijn in dit 

onderdeel de GVG en GLG in afzonderlijke figuren geanalyseerd. 

 

Allereest is het ruimtelijke verschil inzichtelijk gemaakt in afbeelding 3.5. Hierbij is per sample 

het verschil bepaald tussen de berekende GxG van het AI-model en de MODFLOW-berekening. 

Van alle 1.000 samples zijn vervolgens per cel de waarden voor het 5e, 25e, 50e, 75e en 95e 

percentiel van de verschillen bepaald. Het 5e percentiel betekent hierbij dat voor elke cel de 5e 

percentielwaarde van de verschillen van de 1.000 samples is berekend (als dit dus -50 mm is, 

betekent dit dat in maar 5 % van de samples het verschil negatiever is dan 50 mm in deze cel). 

Ook is hierbij weergegeven wat de range van de weergegeven verschillen is. Voor het GVG 

model ligt het gemiddelde (het 50e percentiel) ruimtelijke verschil tussen -3,46 en 3,36 mm. De 

afwijkingen voor het 25e en 75e percentiel komen over het algemeen sterk overeen, waarbij het 

75e percentiel een positief verschil weergeeft (te nat) en het 25e percentiel een negatief verschil 

weergeeft (te droog). Dit betekent dat 50 % van de modelresultaten op celniveau (tussen het 

25e en 75e percentiel) een fout heeft van de orde van ongeveer 14 mm. Hetzelfde geldt voor 

het 5e en 95e percentiel, waarbij ongeveer 10% van de resultaten (de uitersten) een fout heeft 

van de orde van ongeveer 50 mm. 

 

Voor het GLG model is het gemiddelde verschil negatiever (dus sterker te droog). Over het 

algemeen betekent dit dat het AI model de GLG te laag berekent ten opzichte van de 

onderliggende MODFLOW berekeningen. 

 

Op basis van de onderstaande figuren kan worden gesteld: 

- de afwijkingen voor het 25e en 75e percentiel komen over het algemeen overeen, wat duidt 

op een gebalanceerde afwijking range voor het GVG model; 
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- het gemiddelde verschil voor het GLG model is negatiever, wat betekent dat het AI-model 

de GLG over het algemeen te laag berekent in vergelijking met de MODFLOW-berekeningen; 

 

Afbeelding 3.5 Percentielen van ruimtelijke verschillen op basis van 1.000 samples. De range van weergegeven verschillen is 

aangegeven in de titel van elk figuur. 

 

 

In afbeelding 3.6 is het gemiddelde berekende effect op de GLG weergegeven. Hierbij is het 

gemiddelde effect van de MODFLOW-berekeningen en de AI-berekeningen bepaald op basis 

van de 1.000 samples. In een scatterplot is het gemiddelde berekende effect van het AI-model 

vergeleken met het gemiddelde berekende effect van de MODFLOW-berekeningen voor elke 

cel. De zwarte stippellijn geeft de streeflijn weer. Als alle punten op deze zwarte lijn zouden 

liggen, zou het AI-model even goed presteren als het onderliggende MODFLOW-model. De 

rode lijn weergeeft het gemiddelde van alle getoonde stippen. Uit deze analyse blijkt dat het AI-

model de GLG gemiddeld te laag inschat in vergelijking met de MODFLOW-berekeningen, 

aangezien de rode lijn doorgaans lager ligt dan de zwarte lijn. De afwijking neemt toe naarmate 

het berekende effect groter wordt. Voor een gemiddelde MODFLOW-effectberekening van 100 

mm berekent het AI-model het effect gemiddeld 25 mm te laag. Daarnaast zijn in het 

gemiddelde berekende effect van het AI-model de watergangen duidelijk zichtbaar, terwijl dit 

niet het geval is in het gemiddelde berekende MODFLOW-effect. Dit komt vermoedelijk omdat 

watergangen bij lage grondwaterstanden in GLG-situaties in werkelijkheid een minder direct 

effect hebben. 

 

In afbeelding 3.7 is het gemiddelde berekende effect op de GVG weergegeven voor zowel het 

AI- als MODFLOW-model. Ten opzichte van het GLG-model ligt de rode lijn dicht op de zwarte 

stippellijn. Daarnaast is er meer overeenstemming tussen de gemiddelde berekende effecten 

van de GVG, zoals bepaald door het AI-model en het MODFLOW-model. 

 

Aan de hand van de onderstaande figuren concluderen we dat: 

- het AI-model de GLG gemiddeld te laag berekent, aangezien de rode lijn doorgaans lager 

ligt dan de zwarte lijn; 

- de watergangen zichtbaar zijn in de AI berekening voor GLG, en niet in de MODFLOW 

berekening: 

ā  vermoedelijk komt dit doordat watergangen in GLG-situaties een minder direct effect 

hebben, wat het AI model minder goed meeneemt; 

- het AI-model toont een betere overeenstemming met het MODFLOW model voor het GVG 

model omdat de rode lijn dicht op de zwarte stippellijn ligt. 
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Afbeelding 3.6 Gemiddelde berekende effect in GLG op basis van 1.000 MODFLOW en AI berekeningen. Links AI, rechts MODFLOW 

 

 

 
Afbeelding 3.7 Gemiddelde berekende effect in GVG op basis van 1.000 MODFLOW en AI berekeningen. Links AI, rechts MODFLOW 

 

 

 

In afbeelding 3.8 en afbeelding 3.9 is de relatie tussen de individuele invoer variabelen en het 

verschil op celniveau weergegeven voor zowel het GLG model als het GVG model. Allereerst zijn 

de ruimtelijke verschillen tussen de berekende effecten van het AI model en het MODFLOW 

model bepaald voor alle samples waarbij slechts ®®n invoervariabele wordt gevarieerd. 

Vervolgens is per sample verschillende percentiel waardes bepaald om de orde grote van de 

ruimtelijke cel verschillen inzichtelijk te maken. Hierdoor kan de eenduidige relatie tussen de 

modelprestatie en de invoervariabelen worden onderzocht op celniveau. Bijvoorbeeld, de 

waarden van het 25e percentiel tonen de grenswaarde aan waaronder 25% van de ruimtelijke 

verschillen per sample vallen, wat betekent dat 75% van de verschillen hoger zijn dan deze 

waarde. Over het algemeen komen de weergegeven patronen goed overeen met de patronen 

uit afbeelding 3.3. Daarnaast kan nu ook worden gesteld dat de spreiding tussen de 5e en 95e 

percentielwaarde groter is bij grotere aanpassingen. Dit betekent dat een grote peilverhoging 

zowel grotere positieve als negatieve afwijkingen aantoont. Deze spreiding is wederom kleiner 

voor het GVG-model dan voor het GLG-model. 

 

Op basis van de figuren kunnen de volgende conclusies worden getrokken: 

- er is een duidelijke relatie tussen de individuele invoervariabelen en de ruimtelijke verschillen 

op celniveau tussen het AI-model en het MODFLOW-model voor zowel GLG als GVG; 

- de ruimtelijke verschillen zijn groter bij grotere aanpassingen in de invoervariabelen, met 

een bredere spreiding tussen de 5e en 95e percentielwaarden; 

- de patronen in ruimtelijke verschillen komen goed overeen met eerdere bevindingen 

(afbeelding 3.3); 

- grote peilverhogingen resulteren in zowel grotere positieve als negatieve afwijkingen; 

- de spreiding in verschillen is kleiner voor het GVG-model dan voor het GLG-model, wat wijst 

op een meer eenduidigere relatie tussen de invoervariabelen en de berekende 

grondwaterstanden in de GVG situatie dan in de GLG situatie. 
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Afbeelding 3.8 Relatie individuele invoer variabelen en verschil op celniveau voor het GLG model 

 

 

 

Afbeelding 3.9 Relatie individuele invoer variabelen en verschil op celniveau voor het GVG model 

 

 

 

B.3.5 Ruimtelijke fout  
 

B.3.5.1. Gemiddelde absolute verschil  

Om te bepalen waar binnen het gebied de grootste afwijkingen plaats vinden is het gemiddelde 

absolute verschil bepaal op basis van 1.000 samples voor zowel het GVG model als het GLG 

model. Dit is samengevat in afbeelding 3.10. In beide modellen treden de grootste afwijkingen 

op bij de stuwallen en op locaties waar meerdere kleine watergangen dicht bij elkaar liggen. 

Daarnaast is bij het GVG-model de structuur van de watergangen duidelijk zichtbaar. In het GLG-

model treden er ook grote afwijkingen op tussen de watergangen. De sterke afwijkingen nabij 

Ootmarsum en Oldenzaal zijn waarschijnlijk het gevolg van aanpassingen in de buisdrainage in 

combinatie met de ligging van de stuwwallen, die hier als enige invoerparameter aanwezig zijn 

en door het AI model klaarblijkelijk niet goed wordt gesimuleerd. Daarnaast is de algemene 

ligging van perceel drainage niet zichtbaar in de gemiddelde absolute verschilkaarten. Mogelijk 

komt dit omdat de grondwaterstand in een GVG en GLG situatie gemiddeld gezien lager ligt dan 

het drainage niveau. 

 

Aan de hand van de onderstaande figuren concluderen we: 
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- bij het GLG-model treden er grote afwijkingen op tussen watergangen; 

- GVG-model toont structuur van watergangen, kleinere afwijkingen; 

- sterke afwijkingen bij Ootmarsum en Oldenzaal door buisdrainage. 

 

Afbeelding 3.10 Gemiddelde absolute verschil kaart voor 1.000 samples voor het GVG model (links) en het GLG model (rechts) 

 

 

 

B.3.5.2. Ruimtelijke fout door invoervariabelen  

De ruimtelijke fout veroorzaakt door verschillende individuele invoervariabelen is geanalyseerd 

door trekkingen uit de testdataset te nemen en de ruimtelijke fout in kaart te brengen samen 

met de aangepaste invoer2. Hierbij wordt specifiek gekeken naar de grootste aanpassingen die 

in absolute zin ook de grootste fout veroorzaken. In tabel 3.2 is een samenvatting gegeven van 

het ruimtelijke patroon van de fout bij verschillende invoervariabelen en -waarden. Dit geeft 

inzicht in waar het AI model het effect onder- of overschat. 

 

Tabel 3.2 Samenvatting van de ruimtelijke fout bij verschillende invoervariabelen en -waarden 

  

Invoer variabel  Invoer waarde  Ruimtelijk effect op 

GVG model  

Ruimtelijk effect op 

GLG model  

top10 watergangen 

peilwijziging  

0,50 m 

(bovengrens)  

onder en overschatting in de directe 

omvang van watergangen  

overschatting ter plaatse van de 

watergangen 

onderschatting tussen de watergangen  

top10 watergangen 

bodemhoogtewijziging  

0,55 m 

(bovengrens)  

onderschatting nabij sommige watergangen  onderschatting nabij sommige 

watergangen  

top10 watergangen 

conductance aanpassing  

-0,99 

(ondergrens)  

onder en overschatting ter plaatse van 

watergangen  

onder en overschatting in de directe 

omvang van watergangen  

top10 watergangen 

conductance aanpassing  

0,99 

(bovengrens)  

onder en overschatting ter plaatse van 

watergangen  

onderschatting nabij de meeste 

watergangen  

legger watergangen 

peilwijziging  

0,50 m 

(bovengrens)  

onder en overschatting ter plaatse van 

watergangen  

overschatting ter plaatse van 

watergangen 

onderschatting tussen en rondom 

watergangen  

legger watergangen 

bodemhoogtewijziging  

0,55 m 

(bovengrens)  

onderschatting ter plaatse van de 

watergangen  

overschatting ter plaatse van 

watergangen 

onderschatting tussen en rondom 

watergangen  

legger watergangen 

conductance aanpassing  

-0,94  

(ondergrens)  

onder en overschatting ter plaatse van 

watergangen  

onder en overschatting in de directe 

omvang van watergangen  

legger watergangen 

conductance aanpassing  

0,97 

(bovengrens)  

onder en overschatting ter plaatse van 

watergangen  

onderschatting ter plaatse van 

watergangen  

drainage niveauwijziging  0,55m 

(bovengrens)  

onder en overschatting ter plaatse van 

drainagepercelen en drainagebuizen  

overschatting bij landbouwpercelen 

onderschatting in stedelijke gebieden en 

bij dicht vertakte waterwegen  

ðððððððððððððð 
2 Vanwege de grote en hoeveelheid van deze afbeeldingen worden deze afzonderlijk opgeleverd. 
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Invoer variabel  Invoer waarde  Ruimtelijk effect op 

GVG model  

Ruimtelijk effect op 

GLG model  

drainage conductance 

aanpassing  

-0,93  

(ondergrens)  

onder en overschatting ter plaatse van 

drainagepercelen en drainagebuizen  

onder en overschatting in stedelijk 

gebieden en bij dicht vertakte 

waterwegen  

drainage conductance 

aanpassing  

0,97 

(bovengrens)  

onder en overschatting ter plaatse van 

drainagepercelen en drainagebuizen  

onderschatting ter plaatse van 

landbouwpercelen  

 

Over het algemeen geldt dat de ruimtelijke fouten voor het GVG model dicht bij de impuls 

liggen. Dit kenmerkt zich door een onder en overschatting op of in de directe omvang van de 

impuls. Een voorbeeld hiervan is weergegeven in afbeelding 3.11, waar de bebouwde gebieden 

van Ootmarsum en Oldenzaal duidelijk een sterke overschatting (blauw) en onderschatting 

(rood) tonen. Dit geld voor alle invoervariabelen behalve de bodemhoogtes van de 

watergangen. Hier berekent het AI model een onderschatting van het berekende effect in de 

directe omvang van de watergangen. 
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Afbeelding 3.11 Ruimtelijke fout van het AI GVG model bij een trekking waarbij de conductance verlaagd is bij de drainage cellen 

 

 

 

 

De ruimtelijke fout van het GLG-model is bij alle invoervariabelen groter dan die van het GVG-

model. Van alle invoervariabelen wordt wederom de grootste fout in omvang waargenomen bij 

een peilwijziging van de Top10-watergangen (zie afbeelding 3.12). Dit kan worden 

toegeschreven aan het feit dat er aanzienlijk meer Top10-watergangen zijn dan 

leggerwatergangen. Een peilverhoging van 55 cm leidt zowel tot over- als onderschattingen 

nabij de watergangen. De onderschattingen vinden voornamelijk plaats bij percelen die omringd 

zijn door watergangen. Bij een peilverhoging van de leggerwatergangen is het effect 

eenduidiger, omdat het AI-model hier voornamelijk overschattingen nabij de watergangen en 

onderschattingen tussen de leggerwatergangen laat zien. Dit patroon is ook hetzelfde bij een 

bodemverhoging van de leggerwatergangen. Bij een bodemverhoging van de Top10-

watergangen wordt echter voornamelijk een onderschatting waargenomen bij de watergangen. 

Een verhoging van de conductance bij de watergangen en drainagecellen leidt tot een 

onderschatting in de directe omvang van de impuls. Bij een verlaging van de conductance kan 

worden gesteld dat de fout enkel optreed ter plaatse van de impuls net zoals is weergegeven in 

afbeelding 3.11. 
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Afbeelding 3.12 Ruimtelijke fout van het AI GLG model bij een trekking waarbij het waterpeil verhoogd is bij de Top10- 

watergangen 

 

 

 

Concreet betekent dat: 

- de ruimtelijke fout is groter in omvang bij het GLG model dan het GVG model; 

- de ruimtelijke fout is sterk beperkt in omvang bij alle invoervariabelen van het GVG model, 

eveneens een verlaagde conductance van de watergangen en drainage van het GLG model; 

- de ruimtelijke fout het grootst is in omvang bij een peilverhoging van de top10-

watergangen voor het GLG model; 

 

 

Mogelijke verklaringen voor verschil in modelprestatie  

Het GLG-model presteert minder goed dan het GVG-model. Dit wijst op een minder duidelijke relatie tussen 

de invoer en uitvoer van het model. 

 

Een verklaring hiervoor is dat er mogelijke verschillen zijn in de output van de trainingsdata voor 

vergelijkbare inputs. Als de output van de trainingsdata sterk varieert voor vergelijkbare inputs, is het voor 

het AI-model moeilijk om patronen te herkenne n en effectief te leren. Deze variaties kunnen veroorzaakt 

worden door omslagpunten of complexe fysische processen die door MODFLOW wel goed ingeschat 

kunnen worden, maar door het AI-model niet of minder.  

 

Een van deze fysische processen is bijvoorbeeld de wisselende infiltrerende of drainerende werking van de 

watergangen in relatie tot de grondwaterstand. In een GVG situatie staan de grondwaterstanden hoog en 
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zijn de meeste top-10 watergangen watervoerend. In een GLG situatie daarentegen staan veel top 10-

watergangen mogelijk droog. Bij een verhoging van het waterpeil in watergangen die vaak in de zomer 

droogvallen, kan een jaarrond doorgevoerde peilverhoging e rvoor zorgen dat deze watergangen in de 

zomer niet droogvallen en dus een infiltrerende werking hebben in een GLG-situatie. Daarnaast kan een 

peilverhoging invloed hebben op de grondwaterstand, waardoor een peilverhoging in de ene watergang 

ook invloed heeft op de werking van een naastgelegen watergang. Door de verhoging van de 

grondwaterstand kan een naastgelegen watergang eveneens een infiltrerende werking krijgen. Het lijkt erop 

dat het AI-model deze omslag in de fysische werking niet goed kan nabootsen. Dit kan mogelijk te wijten 

zijn aan de gekozen stapgrootte voor de peilverhogingen. Door kleinere stapgroottes te gebruiken, kan het 

AI-model deze omslagpunten wellicht beter in kaart brengen.  

 

Een andere mogelijke verklaring is dat de relatie tussen de invoervariabelen en het berekende effect in een 

GLG-situatie sterker wordt beïnvloed door externe variabelen zoals seizoensinvloeden. Door een grotere 

spreiding van de berekende effecten is het lastiger voor het AI-model om de onderliggende patronen te 

herkennen en betrouwbare voorspellingen te maken. 

 

B.4 CONCLUSIES EN AANBEVELINGEN 

 

In deze notitie zijn de testresultaten weergegeven van het door Deltares getrainde AI-model, 

ontwikkeld voor de casus van Waterschap Vechtstromen. Met dit model wil het waterschap 

snelle berekeningen kunnen uitvoeren om de effecten van wijzigingen in watergangen en 

drainage op de Gemiddeld Voorjaars Grondwaterstand (GVG) en de Gemiddeld Laagste 

Grondwaterstand (GLG) inzichtelijk te maken. Voor het testen van het AI-model zijn de resultaten 

vergeleken met MODFLOW-berekeningen. 

 

Het GVG-model presteert enigszins beter dan het GLG-model. De ruimtelijke fout komt bij het 

GVG-model voornamelijk voor in de directe omgeving van de impuls, terwijl deze bij het GLG-

model met name tussen de percelen optreedt. Daarnaast treden de grootste fouten in beide 

modellen op bij buisdrainage op de stuwallen en in gebieden met een dicht netwerk van 

watergangen. Desondanks blijft de relatieve fout, ten opzichte van de invoerwaarden, beperkt, 

wat aantoont dat de AI-modellen waardevolle inzichten kunnen bieden en dat zij de 

onderliggende MODFLOW-resultaten met een redelijke nauwkeurigheid kunnen nabootsen. Dit 

stelt waterbeheerders in staat om snel en effectief inzicht te krijgen in de effecten van mogelijke 

maatregelen. 

 

Voor een vervolgstudie bevelen we aan om: 

- diepgaander onderzoek uit te voeren om te verklaren waarom het GLG-model structureel 

slechter presteert dan het GVG-model; 

- de waargenomen ruimtelijke fout te relateren aan specifieke modelparameters van het 

referentie MIPWA-model. 

 

Deze verdieping is noodzakelijk zowel voor het verbeteren van het huidige AI-model als voor het 

begrijpen van de beperkingen van het model in de praktijk. 

 

 



 

C Analyse Zuiderzeeland testcasus 
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C.1  Introductie  

C.1.1  Context  
In het TKI -onderzoek AI -grondwater wordt door Deltares en Berendrecht Consultancy een 

datagedreven  methodiek ontwikkeld om freatische grondwaterstanden te voorspellen op 

basis van AI. Dit AI -model moet het mogelijk maken om snel verkennende berekeningen 

te maken en maatregeleffecten te bepalen. De methodiek wordt in het onderzoek gebruikt 

in een aantal  casussen.  

 

Dit memo beschrijft de ontwikkeling en toepassing van het AI -grondwatermodel een casus 

van Waterschap Zuiderzeeland in Zuidelijk en Oostelijk Flevoland.  

C.1.2  Probleemstelling  
In de Flevopolders zakt het freatisch grondwater uit gedurende perioden met droog weer. 

Hierdoor hebben gewassen en natuur minder bodemwater tot hun beschikking om te 

groeien. Dat leidt tot schade in gewasgroei.  

 

Een mogelijke mitigatiemaatregel is het verhogen van waterstanden in tochten en sloten 

door het verhogen van stuwstanden. Het drainageniveau van de percelen wordt daarmee 

kunstmatig verhoogd, wat in potentie tot hogere grondwaterstanden in de percelen moet  

leiden.  

 

Waterschap Zuiderzeeland heeft behoefte om het effect van deze peilopzet op freatische 

grondwaterstanden in percelen en uitstralingseffecten inzichtelijk te krijgen in een 

operationele setting. Het waterschap kan deze effecten momenteel inschatten door het  

uitvoeren van berekeningen met het numerieke geohydrologische model AZURE. De 

rekentijd van AZURE is echter relatief fors. Hierdoor is AZURE minder goed geschikt om in 

te zetten bij dergelijke vraagstukken in operationeel waterbeheer. Het waterschap heeft  

daarom behoefte aan een snelle verkenningstool. Het AI -grondwatermodel voldoet 

mogelijk aan deze behoefte.  

C.1.3  Doelstelling  
Doel van de casus is het beoordelen van de nauwkeurigheid van het AI -grondwatermodel 

voor de Flevopolders en het beoordelen van de toepasbaarheid in een casus waarbij 
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peilopzet wordt gehanteerd. Daarbij moet antwoord gegeven kunnen worden op vragen 

als: als we vandaag een slootpeil verhogen of verlagen, wat is dan het effect op de 

freatische grondwaterstand over bijvoorbeeld twee of zes maanden?  

 

In 2025 is door Deltares een testversie van het AI -model opgeleverd. Dit AI -model maakt 

het in potentie mogelijk om snel de effecten van peilverhogingen te verkennen. Dit memo 

gaat in op de beoordeling van de nauwkeurigheid van het AI -model voor Zuidelijk en 

Oostelijk Flevoland, alsmede op de toepasbaarheid voor de casus in Zuidelijk en Oostelijk 

Flevoland.  

 

Naast het model om de freatische grondwaterstand te berekenen, is er ook een model 

geleverd om het verdampingstekort na acht maanden te bepalen. Gegeven de 

gelimiteerde doorlooptijd tussen de levering van dit model en de deadline van de 

rapportage, lag het  buiten de scope om dit model te evalueren. Deze memo focust zich 

dus op de evaluatie van de AI -modellen om de freatische grondwaterstand te bepalen.  

C.1.4  Leeswijzer  
In hoofdstuk 2 wordt de modelopzet toegelicht. Hoofdstuk 3 gaat in op de beoordeling van 

de modelprestaties. In hoofdstuk 4 wordt de toepassing van het model voor de casus in 

Flevoland toegelicht. Hoofdstuk 5 bevat conclusies en aanbevelingen.  
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C.2  Modelopzet  

C.2.1  Modelkarakteristieken  
Het AI -model is gebaseerd op het Adaptive Fourier Neural Operator (AFNO) -algoritme. Dit 

image - to - image model gebruikt afbeeldingen als invoer en genereert eveneens een 

afbeelding als uitvoer. Om de hoeveelheid trainingsgegevens, trainingstijden, en het RAM -

geheugen voor het AI -model en de input en output beheersbaar te houden, is besloten te 

werken met maan delijkse uitvoer die beperkt is tot Zuidelijk en Oostelijk Flevoland. 

Daarnaast worden de maanden november tot en met februari buiten de analyse 

gehouden , omdat het in deze periode niet noodzakelijk is om de peilen op te zetten.  

 

Voor elke maand is een afzonderlijk AFNO -model getraind. Dat resulteert in een totaal van 

acht modellen ( snapshots ). De trainingsgegevens zijn gebaseerd op modeluitvoer en dus 

niet op daadwerkelijke observaties.  

 

De trainingsgegevens zijn gegenereerd met het AZURE -modelinstrument. AZURE is een 

numeriek geohydrologisch model van onder andere de Flevopolders. AZURE maakt 

gebruikt van de softwarecode MODFLOW om de processen van de verzadigde zone te 

simuleren. De soft warecode MetaSWAP wordt gebruikt om de processen van de 

onverzadigde zone te simuleren. De trainingsgegevens zijn gegeneerd door AZURE -

berekeningen uit te voeren voor verschillende randvoorwaarden. Hierbij varieerden de 

meteorologische condities (dagelijks e neerslagsom en dagelijkse 

referentiegewasverdamping volgens Makkink), de locatie van peilopzet en de mate van 

peilopzet.  

 

In totaal zijn er 5000 berekeningen numerieke grondwater sommen gemaakt, waardoor er 

dus 5000 samples  beschikbaar zijn voor het AI -model. Het AI -model is vervolgens 

getraind op 4000 van deze samples en getest op een onafhankelijke set van 1000 samples 

die niet in de trainingsgegevens zijn opgenomen. De gegenereerde uitvoer -afbeeldingen 

hebben een afmeting  van 816x1024 cellen. De cellen beschrijven een ruimtelijke resolutie 

van 50m bij 50m. De waarde van de pixel weerspiegelt de freatische grondwaterstand. E r 

is geen schaling toegepast op de input -  of outputwaarden.  

C.2.2  Modelinvoer  
De architectuur van het AFNO -model is voor elke maand hetzelfde, en vereist vier typen 

invoergegevens:  

1.  Potentiële verdamping [mm/dag]  

2.  Neerslag [mm/dag]  

3.  Mate van het peilopzet [m], en de timing [dag]. Dit zijn dus twee verschillende 

variabelen die verwerkt zijn in één input voor het AI -model.  

4.  Locatie van de peilopzet [ - ]  

 

Deze invoergegevens zijn gebaseerd op eendimensionale tijdreeksen. Het AI -model 

verwerkt afbeeldingen, waardoor de eendimensionale tijdreeksen van de verdamping, 

neerslag en de mate en timing van het peilopzet omgezet moeten worden in een 2D -
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beeld. Dit wordt gerealiseerd door de tijdserie om te zetten in een barcode, zie het 

linkerpaneel van Figuur 6.1.  

 

AZURE simuleert de 1000 testsommen over een periode van acht maanden met een 

dagelijkse tijdstap. Het AFNO -model beschrijft een snapshot. Er is gekozen om acht AFNO -

modellen te trainen. Elk AFNO -model beschrijft de freatische grondwaterstand aan het 

begin van een maand.  

 

De lengte van de invoertijdreeksen varieert per maand, vanwege het verschil in het aantal 

dagen per maand. Omdat het AFNO -model voor elke maand dezelfde architectuur 

hanteert, is het noodzakelijk dat alle inputdata dezelfde dimensies hebben. Om dit te 

waar borgen, wordt de gegenereerde barcode uitgerekt tot dezelfde dimensie van de 

locatie van de peilverhoging, en heeft dus een lengte van 1024. Dit proces wordt 

toegepast op de invoergegevens van elk model, zodat de dimensies van de input gelijk 

blijven. In h et model van de eerste maand met 31 dagen zijn de strepen in de barcode 

dus breder dan in het laatste model met 245 dagen, doordat beide worden verdeeld over 

1024 kolommen.  

 

 
Figuur 6.1. Voorbeeld van de invoer (linker -  en middenpaneel) van een sample uit de testdataset, en 

de vergelijking van de voorspelling met de uitvoer (het rechterpaneel).  

 

Voor neerslag en verdamping zijn gestructureerde willekeurige waarden gebruikt die een 

verwachte seizoensgebonden trend volgen, zie Figuur 6.2. Een vergelijkbare aanpak is 

toegepast op de locaties van de peilopzet, die per pixel worden vastgelegd. Hierbij zijn 

gestructureerde willekeurige waarden gekozen in de vorm van vlekken waar het peil wordt 

opgezet.  

C.2.3  Gebruik van model  
Het AI -model is te gebruiken door middel van een Python -script. Het model maakt gebruik 

van een architectuur die een NVIDIA GPU vereist. Omdat deze hardware niet beschikbaar 

is op de hardware van HKV, wordt het model uitgevoerd in een Python -omgeving binne n 

Google Colab.  
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Figuur 6.2. Distributie van de invoergegevens.  

C.2.4  Modeluitvoer  
Deze paragraaf beschrijft de modeluitvoer. De uitvoer wordt telkens weergegeven ten 

opzichte van de initiële grondwaterstand van de eerste simulatiemaand. Deze initiële 

conditie is voor elke sample identiek en beschrijft bodemcondities op veldcapaciteit. F iguur 

3 toont deze condities. Dit vormt een essentieel uitgangspunt voor het gebruik van het AI -

model.  

 

De modeluitvoer kan worden getransformeerd naar resultaat ten opzichte van het 

maaiveld. Daarvoor dient de waarden van de initiële conditie opgeteld te worden bij de 

uitvoer van het model.  

 

 

 

 
























































































































































